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1 Introdução

Muitos problemas práticos são modelados da seguinte forma: Dado um conjunto S de
variáveis discretas s (chamadas soluções) e uma função objetivo f : S ← R, que associa
cada solução s ∈ S a um valor real f(s), encontre a solução s∗ ∈ S, dita ótima, para
a qual f(s) tem o valor mais favorável (valor mínimo, no caso de o problema ter como
objetivo a minimização de f , ou valor máximo, no caso de o problema ter como objetivo
a maximização de f .

Grande parte desses problemas são combinatórios, sendo classificados na literatura
como NP-difíceis, e assim, ainda não existem algoritmos que os resolvam em tempo poli-
nomial.

Para citar um exemplo, seja o conhecido Problema do Caixeiro Viajante (PCV). O
PCV é descrito por um conjunto de n cidades e uma matriz de distância entre elas, tendo
o seguinte objetivo: o caixeiro viajante deve sair de uma cidade, dita cidade origem, visitar
cada uma das n − 1 cidades restantes apenas uma única vez e retornar à cidade origem
percorrendo a menor distância possível. Em outras palavras, deve ser encontrada uma rota
fechada (ciclo hamiltoniano) de comprimento mínimo que passe exatamente uma única vez
por cada cidade.

Para mostrar a dificuldade de solução do PCV, assuma que a distância de uma cidade
i à outra j seja simétrica, isto é, que dij = dji. Assim, o número total de rotas possíveis
é (n − 1)!/2. Para se ter uma idéia da magnitude dos tempos envolvidos na resolução
do PCV por enumeração completa de todas as possíveis soluções, para n = 20, tem-se
6 × 1016 rotas possíveis. Assim, um computador que avalia uma rota em cerca de 10−8

segundos, gastaria cerca de 19 anos para encontrar a melhor rota! Mesmo considerando
os rápidos avanços tecnológicos dos computadores, uma enumeração completa de todas
essas rotas é inconcebível para valores elevados de n. Nos problemas da classe NP-difícil,
não é possível garantir que a rota de custo mínimo seja encontrada em tempo polinomial.
Assim, no pior caso, todas as possíveis soluções devem ser analisadas.

É possível dar uma certa “inteligência” a um método de enumeração, utilizando por
exemplo as técnicas branch-and-bound ou branch-and-cut, de forma a reduzir o número de
soluções a analisar no espaço de busca. Com isto, pode ser possível resolver problemas de
dimensões um pouco mais elevadas. Entretanto, certamente haverá uma dimensão acima
da qual o problema torna-se intratável computacionalmente.

Portanto, em problemas dessa natureza, o uso de métodos exatos se torna bastante
restrito. Por outro lado, na prática, em geral, é suficiente encontrar uma “boa” solução
para o problema, ao invés do ótimo global, o qual, para essa classe de problemas, somente
pode ser encontrado após um considerável esforço computacional.

Este é o motivo pelo qual os pesquisadores têm concentrado esforços na utilização de
heurísticas para solucionar problemas desse nível de complexidade. Definimos heurística
como sendo uma técnica inspirada em processos intuitivos que procura uma boa solução
a um custo computacional aceitável, sem, no entanto, estar capacitada a garantir sua
otimalidade, bem como garantir quão próximo está da solução ótima.

O desafio é produzir, em tempo reduzido, soluções tão próximas quanto possível da
solução ótima. Muitos esforços têm sido feitos nesta direção e heurísticas muito eficien-
tes foram desenvolvidas para diversos problemas. Entretanto, a maioria das heurísticas
desenvolvidas é muito específica para um problema particular, não sendo eficientes (ou
mesmo aplicáveis) na resolução de uma classe mais ampla de problemas.

Somente a partir da década de 1980 intensificaram-se os estudos no sentido de se
desenvolver procedimentos heurísticos com uma certa estrutura teórica e com caráter mais
geral, sem prejudicar a principal característica destes, que é a flexibilidade.
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Esta meta tornou-se mais realista a partir da reunião de conceitos das áreas de Otimiza-
ção e Inteligência Artificial, viabilizando a construção das chamadas melhores estratégias
ou dos métodos “inteligentemente flexíveis”, comumemente conhecidos como “metaheurís-
ticas”.

Esses métodos, situados em domínios teóricos ainda pouco explorados pela literatura,
possuem como característica básica estruturas com uma menor rigidez que as encontradas
nos métodos clássicos de otimização sem, contudo, emergir em uma flexibilidade caótica.

Dentre os procedimentos enquadrados como metaheurísticas que surgiram ao longo
das últimas décadas, destacam-se: Algoritmos Genéticos (AGs), Redes Neurais, Simulated
Annealing (SA), Busca Tabu (BT), GRASP, VNS, Colônia de Formigas etc.

As duas primeiras metaheurísticas fundamentam-se em analogias com processos natu-
rais, sendo que os AGs são procedimentos inspirados em princípios da evolução natural.

O SA explora uma possível analogia com a termodinâmica, enquanto a BT faz uso de
uma memória flexível para tornar o processo de busca mais eficaz.

Estas notas de aula estão organizadas como segue. Na seção 2 são apresentadas as
heurísticas construtivas, destinadas à geração de uma solução inicial para um problema de
otimização. Na seção 3 são apresentadas as heurísticas clássicas de refinamento, destinadas
à melhoria de uma solução. Na seção 4 são apresentadas as principais metaheurísticas
referenciadas na literatura e na última seção, técnicas de intensificação e diversificação.

2 Heurísticas Construtivas

Uma heurística construtiva tem por objetivo construir uma solução, elemento por ele-
mento. A forma de escolha de cada elemento a ser inserido a cada passo varia de acordo
com a função de avaliação adotada, a qual, por sua vez, depende do problema abordado.
Nas heurísticas clássicas, os elementos candidatos são geralmente ordenados segundo uma
função gulosa, que estima o benefício da inserção de cada elemento, e somente o “melhor”
elemento é inserido a cada passo.

A Figura 1 mostra o pseudocódigo para a construção de uma solução inicial para um
problema de otimização que utiliza uma função gulosa g(.). Nesta figura, tmelhor indica
o membro do conjunto de elementos candidatos com o valor mais favorável da função de
avaliação g, isto é, aquele que possui o menor valor de g no caso de o problema ser de
minimização ou o maior valor de g no caso de o problema ser de maximização.

procedimento ConstrucaoGulosa(g(.), s);
1 s ← ∅;
2 Inicialize o conjunto C de elementos candidatos;
3 enquanto (C 6= ∅) faça
4 g(tmelhor) = melhor{g(t) | t ∈ C};
5 s ← s ∪ {tmelhor};
6 Atualize o conjunto C de elementos candidatos;
7 fim-enquanto;
8 Retorne s;
fim ConstrucaoGulosa;

Figura 1: Heurística de construção gulosa de uma solução inicial

A forma de construir uma solução varia conforme o problema abordado. Para ilustrar
o funcionamento de uma heurística construtiva utilizaremos o Problema da Mochila como
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exemplo. Neste problema, há uma mochila de capacidade b e um conjunto de n objetos
que podem ser colocados na mochila. A cada objeto j está associado um peso wj e um
valor de retorno (benefício) pj . Considerando a existência de uma unidade de cada objeto,
o objetivo é determinar o conjunto de objetos que devem ser colocados na mochila de
forma a maximizar o valor de retorno respeitando a capacidade da mochila.

Seja, então, uma mochila de capacidade b = 23 e os 5 objetos da tabela a seguir, com
os respectivos pesos e benefícios.

Objeto (j) 1 2 3 4 5
Peso (wj) 4 5 7 9 6

Benefício (pj) 2 2 3 4 4

Para construir uma solução adicionemos à mochila a cada passo, o objeto mais valioso
que não ultrapasse a capacidade da mochila. Em caso de empate, escolheremos o objeto
com menor peso. Reordenando os objetos de acordo com este critério, obtemos:

Objeto (j) 5 4 3 1 2
Peso (wj) 6 9 7 4 5

Benefício (pj) 4 4 3 2 2

Representemos uma solução s por um vetor binário de n posições.

Passo 1 : Adicionemos, primeiramente, o objeto 5, que traz o maior benefício pj , isto é,
é o mais valioso dentre todos os objetos
s = (00001)t

f(s) = 4
Peso corrente da mochila = 6 < b = 23

Passo 2 : Adicionemos, agora, o objeto 4, que dentre os objetos remanescentes ainda não
avaliados tem o maior valor de retorno pj

s = (00011)t

f(s) = 8
Peso corrente da mochila = 15 < b = 23

Passo 3 : Seguindo a estrutura de construção, adicionemos, agora, o objeto 3, para o
qual p3 é o maior dentre os valores de retorno p3, p2 e p1

s = (00111)t

f(s) = 11
Peso corrente da mochila = 22 < b = 23

Passo 4 : O objeto a ser alocado agora seria o primeiro. No entanto, esta alocação
faria superar a capacidade da mochila. Neste caso, devemos tentar alocar o próximo
objeto com o maior valor de pj ainda não analisado, que é o objeto 2. Como também
a alocação deste objeto faria superar a capacidade da mochila e não há mais objetos
candidatos, concluímos que a solução anterior é a solução final, isto é: s∗ = (00111)t

com f(s∗) = 11.

Uma outra forma muito comum de se gerar uma solução inicial é escolher os elementos
candidatos aleatoriamente. Isto é, a cada passo, o elemento a ser inserido na solução é
aleatoriamente selecionado dentre o conjunto de elementos candidatos ainda não selecio-
nados. A grande vantagem desta metodologia reside na simplicidade de implementação.
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Segundo testes empíricos, a desvantagem é a baixa qualidade da solução final produzida,
que em geral requer um maior esforço computacional na fase de refinamento.

A Figura 2 mostra o pseudocódigo para a construção de uma solução inicial aleatória
para um problema de otimização.

procedimento ConstrucaoAleatoria(g(.), s);
1 s ← ∅;
2 Inicialize o conjunto C de elementos candidatos;
3 enquanto (C 6= ∅) faça
4 Escolha aleatoriamente tescolhido ∈ C;
5 s ← s ∪ {tescolhido};
6 Atualize o conjunto C de elementos candidatos;
7 fim-enquanto;
8 Retorne s;
fim ConstrucaoAleatoria;

Figura 2: Heurística de construção aleatória de uma solução inicial

Ilustremos, agora, aplicações de heurísticas construtivas para o Problema do Caixeiro
Viajante. Serão apresentadas três heurísticas: (a) Heurística do Vizinho Mais Próximo;
(b) Heurística de Nemhauser e Bellmore e (c) Heurística da Inserção Mais Barata.

As heurísticas serão ilustradas considerando um exemplo com 6 cidades e as distâncias
dadas pela tabela a seguir:

Cidade 1 2 3 4 5 6
1 0 2 1 4 9 1
2 2 0 5 9 7 2
3 1 5 0 3 8 6
4 4 9 3 0 2 5
5 9 7 8 2 0 2
6 1 2 6 5 2 0

(a) Heurística do Vizinho Mais Próximo:
Nesta heurística, parte-se da cidade origem e adiciona-se a cada passo a cidade k
ainda não visitada cuja distância à última cidade visitada é a menor possível. O
procedimento de construção termina quando todas as cidades forem visitadas, situação
na qual é feita a ligação entre a última cidade visitada e a cidade origem.

No exemplo considerado, considerando-se a cidade 1 como a cidade origem, tem-se:

i) Passo 1: Adicione a cidade 3 à rota, já que sua distância à cidade 1 é a menor (A
cidade 6 dista de mesmo valor, e também poderia ser escolhida).

ii) Passo 2: Adicione a cidade 4 à rota, já que sua distância à cidade 3 é a menor
dentre as cidades ainda não visitadas (no caso, as cidades 2, 4, 5 e 6).

iii) Passo 3: Adicione a cidade 5 à rota, já que sua distância à cidade 4 é a menor
dentre todas as cidades ainda não visitadas (no caso, as cidades 2, 5 e 6)

iv) Passo 4: Adicione a cidade 6 à rota, já que sua distância à cidade 5 é a menor
dentre todas as cidades ainda não visitadas (no caso, as cidades 2 e 6)

v) Passo 5: Adicione a cidade 2 à rota, já que esta é a única cidade ainda não visitada
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vi) Passo 6: Faça a ligação da cidade 2 (última cidade visitada) à cidade 1 (cidade
origem)

Ao final destes 6 passos, teremos produzido a solução s = (1 3 4 5 6 2). Para esta
solução, a distância total percorrida é:

dist = d13 + d34 + d45 + d56 + d62 + d21 = 1 + 3 + 2 + 2 + 2 + 2 = 12.

Complexidade da Heurística do Vizinho Mais Próximo:

Iteração # operações Observações
1 n− 1 Há n− 1 ligações para serem analisadas
2 n− 2 Há n− 2 ligações para serem analisadas
· · · · · ·

n− 1 1 Há apenas uma cidade ainda não visitada
Total 1 + 2 + · · · + n− 1 = n(n− 1)/2 operações

A soma anterior é uma Progressão Aritmética cujo primeiro elemento é 1, último
elemento é n−1, a razão é igual a 1 e o número de termos é n−1. A soma dos termos
vale S =

(
a1+anelem

2

)
nelem =

(
1+(n−1)

2

)
(n− 1) = n(n− 1)/2

(b) Heurística de Bellmore e Nemhauser:
Nesta heurística, adicionamos à rota corrente a cidade k ainda não visitada que esteja
mais próxima dos extremos da subrota, isto é, a cidade k se liga a uma cidade que
esteja em uma extremidade da subrota ou à outra extremidade.
No exemplo considerado, considerando-se a cidade 1 como a cidade origem, tem-se:

i) Passo 1: Adicione a cidade 3 à rota, já que sua distância à cidade 1 é a menor
(A cidade 6 dista de mesmo valor, e também poderia ser escolhida em lugar da
cidade 3).

ii) Passo 2: Das cidades ainda não visitadas (2, 4, 5 e 6), a cidade 6 é a que menos
dista de um extremo da rota (cidade 1) e a cidade 4 é a que menos dista do outro
extremo da rota (cidade 3). Como a distância d61 = 1 < d34 = 3, então a cidade
6 é a escolhida e deve ser conectada à cidade 1, isto é, a rota corrente passa a ser:
s = (6 → 1 → 3).

iii) Passo 3: Das cidades ainda não visitadas (2, 4 e 5), a cidade 2 é a que menos
dista de um extremo da rota (cidade 6) e a cidade 4 é a que menos dista do outro
extremo da rota (cidade 3). Como a distância d26 = 2 < d34 = 3, então a cidade
2 é a escolhida e deve ser conectada à cidade 6, isto é, a rota corrente passa a
ser: s = (2 → 6 → 1 → 3). A cidade 5 também poderia ter sido escolhida para se
conectar à cidade 6, pois tem a mesma distância da cidade 2 à cidade 6.

iv) Passo 4: Das cidades ainda não visitadas (4 e 5), a cidade 5 é a que menos dista
de um extremo da rota (cidade 2) e a cidade 4 é a que menos dista do outro
extremo da rota (cidade 3). Como a distância d34 = 3 < d52 = 7, então a cidade
4 é a escolhida e deve ser conectada à cidade 3, isto é, a rota corrente passa a ser:
s = (2 → 6 → 1 → 3 → 4).

v) Passo 5: A única cidade ainda não visitada é a cidade 5. Ela dista 7 unidades
de um extremo da rota (cidade 2) e 2 unidades do outro extremo (cidade 4).
Logo, a cidade 5 deve ser conectada à cidade 4, isto é, a rota corrente passa a ser:
s = (2 → 6 → 1 → 3 → 4 → 5).
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vi) Passo 6: Como todas as cidades já foram visitadas, resta agora somente conectar
as duas extremidades (cidades 5 e 2) para formar um ciclo hamiltoniano.

Ao final destes 6 passos, teremos produzido a solução s = (2 6 1 3 4 5). Para esta
solução, a distância total percorrida é:

dist = d26 + d61 + d13 + d34 + d45 + d52 = 2 + 1 + 1 + 3 + 2 + 7 = 16.

(c) Heurística da Inserção Mais Barata:
Nesta heurística, parte-se de uma subrota inicial envolvendo três cidades e, a cada
passo, adiciona-se uma cidade k ainda não visitada entre as cidades i e j da subrota
cujo custo de inserção sk

ij dado pela fórmula abaixo seja a menor possível.

sk
ij = dik + dkj − dij

As figuras a seguir ilustram a inserção da cidade k entre as cidades i e j.

(a) Antes da inserção (b) Depois da inserção

Observa-se que a subrota inicial pode ser formada por um procedimento construtivo
qualquer. Por exemplo, parta da cidade origem e adicione à subrota a cidade mais
próxima. A seguir, considerando as duas extremidades (cidade origem e última ci-
dade inserida), adicione a cidade ainda não visitada cuja soma das distâncias às duas
extremidades seja a menor.

No exemplo considerado, considerando-se a cidade 1 como a cidade origem, constrói-se
uma solução com os seguintes passos:

i) Passo 1: Adicione a cidade 3 à rota, já que sua distância à cidade 1 é a menor (A
cidade 6 também tem mesma distância, e também poderia ser escolhida).

ii) Passo 2: Das cidades ainda não visitadas (2, 4, 5 e 6), a cidade 2 é a aquela cuja
distância às cidades extremas 1 e 3 é a menor, no caso, d21 + d32 = 2 + 5 = 7.
Então, a cidade 2 é a escolhida e deve ser conectada às cidades 3 e 2, isto é, a
subrota corrente é: s = (1 → 3 → 2), com a cidade 2 ligada à cidade 1. Com
os passos 2 e 3 encerra-se a construção de uma subrota inicial envolvendo três
cidades. A distância total percorrida é: d(s) = d13 + d32 + d21 = 1 + 5 + 2 = 8.
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iii) Passo 3: Das cidades ainda não visitadas (4, 5 e 6), calculemos o custo de inserção
entre todas as cidades i e j da subrota. A tabela a seguir mostra os custos de
inserção.

i k j sk
ij = dik + dkj − dij

1 4 3 s4
13 = 4 + 3 - 1 = 6

1 5 3 s5
13 = 9 + 8 - 1 = 16

1 6 3 s6
13 = 1 + 6 - 1 = 6

3 4 2 s4
32 = 3 + 9 - 5 = 7

3 5 2 s5
32 = 8 + 7 - 5 = 7

3 6 2 s6
32 = 6 + 2 - 5 = 3

2 4 1 s4
21 = 9 + 4 - 2 = 11

2 5 1 s5
21 = 7 + 9 - 2 = 14

2 6 1 s6
21 = 2 + 1 - 2 = 1∗

Como o menor custo de inserção é s6
21, então a cidade 6 deve ser inserida entre

as cidades 2 e 1. Logo, a subrota corrente passa a ser: s = (1 → 3 → 2 → 6). A
distância associada a esta subrota é: d(s) = d(s)anterior + s6

21 = 8 + 1 = 9.

iv) Passo 4: Das cidades ainda não visitadas (4 e 5), calculemos o custo de inserção
entre todas as cidades i e j da subrota corrente. A tabela a seguir mostra os
custos de inserção.

i k j sk
ij = dik + dkj − dij

1 4 3 s4
13 = 4 + 3 - 1 = 6∗

1 5 3 s5
13 = 9 + 8 - 1 = 16

3 4 2 s4
32 = 3 + 9 - 5 = 7

3 5 2 s5
32 = 8 + 7 - 5 = 7

2 4 6 s4
26 = 9 + 5 - 2 = 12

2 5 6 s5
26 = 7 + 2 - 2 = 7

6 4 1 s4
61 = 5 + 4 - 1 = 8

6 5 1 s5
61 = 2 + 9 - 1 = 10

Como o menor custo de inserção é s4
13, então a cidade 4 deve ser inserida entre as

cidades 1 e 3. Logo, a subrota corrente passa a ser: s = (1 → 4 → 3 → 2 → 6).
A distância associada a esta subrota é: d(s) = d(s)anterior + s4

13 = 9 + 6 = 15.

v) Passo 5: A única cidade ainda não visitada é a cidade 5. A tabela a seguir mostra
os custos de inserção desta cidade entre todas as arestas da subrota corrente.

i k j sk
ij = dik + dkj − dij

1 5 4 s5
14 = 9 + 2 - 4 = 7∗

4 5 3 s5
43 = 2 + 8 - 3 = 7

3 5 2 s5
32 = 8 + 7 - 5 = 10

2 5 6 s5
26 = 7 + 2 - 2 = 7

6 5 1 s5
61 = 2 + 9 - 1 = 10

Como o menor custo de inserção é s5
14, então a cidade 5 deve ser inserida entre

as cidades 1 e 4. Logo, a rota resultante é: s = (1 → 5 → 4 → 3 → 2 → 6). A
distância associada a esta rota é: d(s) = d(s)anterior + s5

14 = 15 + 7 = 22.
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3 Heurísticas de Refinamento

As heurísticas de refinamento em problemas de otimização, também chamadas de técnicas
de busca local, constituem uma família de técnicas baseadas na noção de vizinhança. Mais
especificamente, seja S o espaço de pesquisa de um problema de otimização e f a função
objetivo a minimizar. A função N , a qual depende da estrutura do problema tratado,
associa a cada solução s ∈ S, sua vizinhança N(S) ⊆ S. Cada solução s′ ∈ N(s) é
chamada de vizinho de s. Denomina-se movimento a modificação m que transforma uma
solução s em outra, s′, que esteja em sua vizinhança. Representa-se esta operação por
s′ ← s⊕m.

Em linhas gerais, esta classe de heurísticas parte de uma solução inicial qualquer (a
qual pode ser obtida por uma heurística construtiva ou então gerada aleatoriamente) e
caminha, a cada iteração, de vizinho para vizinho de acordo com a definição de vizinhança
adotada.

Conforme [30], um método de busca local pode ser visto como um procedimento que
percorre um caminho em um grafo não-orientado G = (S, E), onde S representa o conjunto
de soluções s do problema e E o conjunto de arestas (s, s′), com s′ ∈ N(s).

A definição de vizinhança é crucial em uma heurística de refinamento. De uma solução
s do espaço de soluções deve ser sempre possível atingir qualquer outra solução em um
número finito de passos, utilizando um determinado tipo ou tipos de movimentos. Por
exemplo, considere no problema da mochila as soluções s(1) = (01001)t e s(2) = (11010)t

do espaço de soluções. Com o movimento m = {trocar o valor de um bit} é possível
navegar no espaço de soluções do problema de s(1) a s(2). De fato, com esse movimento
m podemos percorrer o seguinte caminho: s(1) = (01001)t → (11001)t → (11011)t →
(11010)t = s(2). No entanto, se definíssimos o movimento m como sendo a troca de
dois bits simultaneamente, jamais conseguiríamos de s(1) chegar a s(2). Desta forma, a
exploração do espaço de soluções ficaria prejudicada e, eventualmente, a solução ótima
poderia não ser alcançada.

Em muitos problemas combinatórios é também difícil até mesmo encontrar uma solução
viável. Nessas situações, pode ser uma má idéia caminhar apenas no espaço das soluções
viáveis do problema considerado. Para tais problemas, o espaço de busca pode incluir solu-
ções inviáveis, obtidas a partir do relaxamento de algumas restrições do problema original.
Para tanto, basta acrescentar à função de avaliação componentes que penalizam violações
às restrições. Um exemplo típico de problemas desta natureza é o problema de programa-
ção de horários de cursos universitários (course timetabling). A restrição principal deste
problema requer que as aulas dadas pelo mesmo professor para turmas distintas não se
sobreponham, isto é, que não sejam realizadas no mesmo horário. Considerando como
movimento m a mudança das aulas de um curso de um horário para outro, dificilmente
geraríamos quadros de horários sem situações de sobreposição. Relaxando-se estas restri-
ções e penalizando-as na função de avaliação, torna-se muito mais eficiente a exploração
do espaço de busca [28].

Exemplifiquemos, agora, como gerar diferentes estruturas de vizinhança. Para tanto,
consideremos o Problema do Caixeiro Viajante, para o qual representamos uma solução
s por um vetor de n posições, sendo que em cada posição i tem-se a cidade si. Com o
movimento m de troca de posição entre duas cidades definimos a estrutura de vizinhança
N (T ). Assim s = (s1 s2 s3 · · · sn)t tem como vizinhos em N (T )(s) as seguintes soluções:
s(1) = (s2 s1 s3 · · · sn)t, s(2) = (s3 s2 s1 · · · sn)t, · · · , s(n−1) = (sn s2 s3 · · · s1)t,
s(n) = (s1 s3 s2 · · · sn)t, · · · , s(n×(n−1)/2) = (s1 s2 s3 · · · sn sn−1)t. Por outro lado, con-
siderando como movimento m a realocação de uma cidade de uma posição na seqüência de
visita para outra, definimos a estrutura de vizinhança N (R). Nesta estrutura, são vizinhos
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de s = (s1 s2 s3 · · · sn−1 sn)t as seguintes soluções: s(1) = (s2 s1 s3 · · · sn−1 sn)t,
s(2) = (s2 s3 s1 · · · sn−1 sn)t, · · · , s(n−2) = (s2 s3 · · · sn−1 s1 sn)t, s(n−1) =
(s2 s3 · · · sn−1 sn s1)t, s(n) = (s1 s3 s2 · · · sn−1 sn)t, s(n+1) = (s1 s3 s4 s2 · · · sn−1 sn)t,
· · · , s(2n−4) = (s1 s3 s4 · · · sn−1 s2 sn)t, s(2n−3) = (s1 s3 s4 · · · sn−1 sn s2)t, · · · ,
s(2n−5) = (s1 s3 s2 s4 · · · sn−1 sn)t, · · · , s(n−2)2×(n−1) = (s1 s2 s3 s4 · · · sn sn−1)t.
Poderíamos, também, definir como vizinhança de uma solução s o conjunto de vizinhos
gerados tanto por movimentos de troca quanto por movimentos de realocação, isto é,
N(s) = N (T )(s) ∪ N (R)(s). Há outros movimentos mais elaborados, tal como o movi-
mento Or, que consiste em realocar um bloco contíguo de cidades em outra posição da
seqüência. Por exemplo, considerando a solução s = (4 3 1 2)t e blocos de tamanho 2,
teríamos os seguintes vizinhos para s: s

′
1 = (1 4 3 2)t, s

′
2 = (4 2 3 1)t, s

′
3 = (4 1 2 3)t.

Neste exemplo, o primeiro vizinho é gerado pela inserção do bloco (4 3) entre as cidades
1 e 2, o segundo vizinho, pela inserção do bloco (3 1) entre as cidades 2 e 4 e, finalmente,
o terceiro vizinho, pela inserção do bloco (1 2) entre as cidades 4 e 3.

Nas seções 3.1 a 3.4 apresentamos heurísticas clássicas de refinamento, enquanto na
seção 3.5 é apresentada uma heurística de refinamento mais sofisticada, que explora o
espaço de soluções do problema fazendo trocas sistemáticas de vizinhanças.

3.1 Método da Descida/Subida (Descent/Uphill Method)

A idéia desta técnica é partir de uma solução inicial qualquer e a cada passo analisar todos
os seus possíveis vizinhos, movendo somente para aquele que representar uma melhora no
valor atual da função de avaliação. Pelo fato de analisar todos os vizinhos e escolher o
melhor, esta técnica é comumente referenciada na literatura inglesa por Best Improvement
Method. O método pára quando um ótimo local é encontrado.

A Figura 3 mostra o pseudocódigo do Método de Descida aplicado à minimização de
uma função de avaliação f a partir de uma solução inicial conhecida s e considerando a
busca em uma dada vizinhança N(.).

procedimento Descida(f(.), N(.), s);
1 V = {s′ ∈ N(s) | f(s′) < f(s)};
2 enquanto (|V | > 0) faça
3 Selecione s′ ∈ V , onde s′ = arg min{f(s′) | s′ ∈ V };
4 s ← s′ ;
5 V = {s′ ∈ N(s) | f(s′) < f(s)};
6 fim-enquanto;
7 Retorne s;
fim Descida;

Figura 3: Método da Descida

Para o problema da mochila, representemos uma solução s por um vetor binário de
n posições e consideremos como movimento m a troca do valor de um bit. Assim, a
vizinhança de uma solução s, e se escreve N(s), é o conjunto de todos os vizinhos s′ que
diferem de s pelo valor de um bit. Formalmente, representamos N(s) = {s′ : s′ ← s⊕m},
onde m significa a troca do valor de um bit. É necessário, agora, definir uma função de
avaliação. Considerando que se deseja maximizar o valor de retorno trazido pela utilização
de cada item, uma função de avaliação apropriada seria:
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f(s) =
n∑

j=1

pjsj − α×max{0,

n∑

j=1

wjsj − b} (31)

sendo α uma penalidade, por exemplo, α =
n∑

j=1

pj = 15.

Observe que o objetivo da segunda parcela desta função de avaliação é penalizar a
colocação na mochila de objetos que ultrapassam sua capacidade. Como a função de
avaliação f deve ser maximizada, o sinal desta segunda parcela é negativo de forma a não
incentivar a realização de movimentos que gerem soluções inviáveis. O valor de α deve ser
suficientemente grande para atender a este objetivo.

Apliquemos esta heurística à instância do problema dado:

Passo 0 : Seja uma solução inicial qualquer, por exemplo:
s = (01010)t

f(s) = 6
Peso corrente da mochila = 14

Passo 1 : Devemos, agora, analisar todos os vizinhos de s e calcular a função de avaliação
deles usando a função de avaliação (31).

Vizinhos de s Peso dos vizinhos de s Benefício dos vizinhos de s f(s′)
(11010)t 18 8 8
(00010)t 9 4 4
(01110)t 21 9 9
(01000)t 5 2 2
(01011)t 20 10 10

Melhor vizinho: s′ = (01011)t

f(s′) = 10
Como s′ é melhor que s, pois f(s′) > f(s), então s ← s′, isto é, a nova solução
corrente passa a ser:
s = (01011)t

Passo 2 : Determinemos, agora, o melhor vizinho de s = (01011)t:

Vizinhos de s Peso dos vizinhos de s Benefício dos vizinhos de s f(s′)
(11011)t 24 12 -3
(00011)t 15 8 8
(01111)t 27 13 -47
(01001)t 11 6 6
(01010)t 14 6 6

Melhor vizinho: s′ = (00011)t

f(s′) = 8
Como f(s′) é pior que f(s), pois f(s′) < f(s), então PARE. A solução anterior é um
ótimo local, isto é, o método da subida retorna s∗ = (01011)t, com f(s∗) = 10 como
solução final.
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É importante observar que diferentes soluções iniciais conduzem, na maioria das vezes,
a diferentes soluções finais. A Figura 4, em que s indica um ponto de partida e s∗ um ótimo
local encontrado a partir da aplicação do Método da Descida a s, ilustra esta situação.

E s p a ç o   d e   s o l u ç õ e s

s

s*

c

u

s

t

o

s*

s*

s
s

Figura 4: Representação esquemática do funcionamento do Método da Descida

Uma outra função de avaliação que poderia ser considerada em substituição à da fór-
mula (31) é a seguinte:

f(s) =
n∑

j=1

pjsj − α× f1(s) (32)

sendo f1(s) =





1 se
n∑

j=1

wjsj − b > 0

0 se
n∑

j=1

wjsj − b ≤ 0

e α uma penalidade, definida como antes, por exemplo, α =
n∑

j=1

pj = 15.

Nesta formulação não se faz diferença entre o nível de inviabilidade, pois qualquer que
seja o excesso de peso na mochila, a penalização é a mesma. Esta modelagem pode dificul-
tar a exploração do espaço de soluções, pois conduz a regiões planas, ditas platôs, regiões
nas quais as heurísticas têm dificuldade para escapar. Em [30] os autores argumentam que
uma forma comum de evitar esta topologia no espaço de busca é adicionar componentes à
função de avaliação de forma a discriminar soluções que teriam o mesmo valor da função
custo original. Assim, no exemplo mencionado da mochila, das duas funções de avaliação
apresentadas, a mais adequada para guiar a busca é a da fórmula (31).

3.2 Busca pelo Primeiro de Melhora
O método de descida/subida requer a exploração de toda a vizinhança. Um método
alternativo, que evita esta pesquisa exaustiva e muito utilizado na literatura é a Busca
pelo Primeiro de Melhora, ou Método Primeiro de Melhora (First Improvement Method).
Nesta variante, interrompe-se a exploração da vizinhança quando um vizinho melhor é
encontrado. Desta forma, apenas no pior caso, toda a vizinhança é explorada. Entretanto,
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tal como no método da descida/subida, este método fica preso no primeiro ótimo local
encontrado.

Neste método, é desejável que a ordem de exploração das soluções vizinhas seja al-
terada a cada passo. Do contrário, privilegia-se apenas um caminho determinístico no
espaço de soluções. Por exemplo, em um problema de programação de tripulações, ima-
gine que um movimento consista em realocar uma tarefa de uma tripulação para outra
tripulação. Se a cada passo, a ordem de exploração das soluções vizinhas começar com a
movimentação da primeira tarefa do primeiro tripulante para o segundo tripulante, depois
para o terceiro, a seguir para o quarto e assim sucessivamente, então os tripulantes iniciais
serão privilegiados. Para evitar isso, uma alternativa de solução é utilizar uma seqüência
diferente de tripulações a cada iteração do método. Assim, na primeira iteração do mé-
todo poder-se-ia usar uma seqüência de tripulantes, por exemplo, (1, 2, 3, 4, · · · , n); outra
seqüência diferente na segunda iteração, por exemplo, (7, 4, 1, 9, · · · ) e assim por diante.

3.3 Método Randômico de Descida/Subida
Como dito anteriormente, o Método de Descida/Subida requer a exploração de toda a
vizinhança. Outro método alternativo, que evita esta pesquisa exaustiva é o Método
Randômico de Descida/Subida (Random Descent/Uphill Method). Ele consiste em analisar
um vizinho qualquer e o aceitar somente se ele for estritamente melhor que a solução
corrente; não o sendo, a solução corrente permanece inalterada e outro vizinho é gerado.
O procedimento é interrompido após um número fixo de iterações sem melhora no valor
da melhor solução obtida até então.

Como neste método não é feita a exploração de toda a vizinhança da solução corrente,
não há garantia de que a solução final seja um ótimo local.

Na Figura 5 mostra-se o pseudocódigo do Método Randômico de Descida aplicado
ao refinamento de uma solução s em um problema de minimização de uma função f(.),
utilizando uma estrutura de vizinhança N(.). Nesta figura, IterMax representa o número
máximo de iterações sem melhora no valor da função de avaliação.

procedimento RandomicoDescida(f(.), N(.), IterMax, s);
1 Iter ← 0; {Contador de iterações sem melhora }
2 enquanto (Iter < IterMax) faça
3 Iter ← Iter + 1;
4 Selecione aleatoriamente s′ ∈ N(s);
5 se (f(s′) < f(s)) então
6 Iter ← 0;
7 s ← s′ ;
8 fim-se;
9 fim-enquanto;
10 Retorne s;
fim RandomicoDescida;

Figura 5: Método Randômico de Descida
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3.4 Método Randômico Não Ascendente/Descendente

O método randômico não ascendente (RNA) (respectivamente, Método Randômico Não
Descendente - RND) é uma variante do método randômico de descida (respectivamente,
método da subida), diferindo dele por aceitar o vizinho gerado aleatoriamente se ele for
melhor ou igual à solução corrente. Este método pára, também, após um número fixo de
iterações sem melhora no valor da melhor solução produzida.

Por este método é possível navegar pelo espaço de busca por movimentos laterais [44].
Assim, ele tem condições de percorrer caminhos de descida/subida que passam por regiões
planas. Ou seja, se a busca chega em um região dessas, o método tem condições de
mover-se nela e sair através de uma solução diferente daquela que a ela chegou.

O método RNA/RND é, portanto, um procedimento que explora o espaço de soluções
combinando movimentos de descida/subida com movimentos laterais. Tal como no método
randômico de descida, não há garantia de que a solução final seja um ótimo local.

3.5 Descida em Vizinhança Variável

O Método de Descida em Vizinhança Variável (Variable Neighborhood Descent, VND),
proposto por Nenad Mladenović e Pierre Hansen [34], é um método de refinamento que
consiste em explorar o espaço de soluções por meio de trocas sistemáticas de estruturas
de vizinhança, aceitando somente soluções de melhora da solução corrente e retornando à
primeira estrutura quando uma solução melhor é encontrada.

O pseudocódigo deste método, em que se considera o refinamento de uma solução s
utilizando uma função de avaliação f , a ser minimizada, e um conjunto de r diferentes
vizinhanças N = {N (1), N (2), · · · , N (r)}, é apresentado pela Figura 6.

procedimento VND(f(.),N(.),r,s)
1 Seja r o número de estruturas diferentes de vizinhança;
2 k ← 1; {Tipo de estrutura de vizinhança corrente}
3 enquanto (k ≤ r) faça
4 Encontre o melhor vizinho s′ ∈ N (k)(s);
5 se (f(s′) < f(s))
6 então
7 s ← s′;
8 k ← 1;
9 senão
10 k ← k + 1;
11 fim-se;
12 fim-enquanto;
13 Retorne s;
fim VND ;

Figura 6: Algoritmo VND

Dependendo do problema abordado, a busca pelo melhor vizinho (linha 4 da Figura
6) pode ser cara computacionalmente. Nesta situação é comum fazer a busca pela pri-
meira solução de melhora (vide o método da seção 3.2, à página 12). Outra alternativa
é considerar a exploração apenas em um certo percentual da vizinhança, isto é, procurar
o melhor vizinho somente em PercViz % de uma vizinhança V ⊆ N (k)(s), sendo PercViz
um parâmetro do método. Uma terceira alternativa, bastante utilizada nestas situações, é
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aplicar o Método Randômico de Descida (vide seção 3.3, página 13), para cada vizinhança
explorada.

Segundo os autores, o método VND baseia-se em três princípios básicos:

• Um ótimo local com relação a uma dada estrutura de vizinhança não corresponde
necessariamente a um ótimo local com relação a uma outra estrutura de vizinhança;

• Um ótimo global corresponde a um ótimo local para todas as estruturas de vizi-
nhança;

• Para muitos problemas, ótimos locais com relação a uma ou mais estruturas de
vizinhança são relativamente próximas.

Ainda de acordo os autores, o último princípio, de natureza empírica, indica que um
ótimo local freqüentemente fornece algum tipo de informação sobre o ótimo global. Este é
o caso em que os ótimos local e global compartilham muitas variáveis com o mesmo valor,
o que sugere uma investigação sistemática da vizinhança de um ótimo local até a obtenção
de uma nova solução de melhor valor.

4 Metaheurísticas
As metaheurísticas são procedimentos destinados a encontrar uma boa solução, eventual-
mente a ótima, consistindo na aplicação, em cada passo, de uma heurística subordinada,
a qual tem que ser modelada para cada problema específico [41].

Contrariamente às heurísticas convencionais, as metaheurísticas são de caráter geral e
têm condições de escapar de ótimos locais.

As metaheurísticas diferenciam-se entre si basicamente pelo mecanismo usado para
escapar de ótimos locais. Elas se dividem em duas categorias, de acordo com o princípio
usado para explorar o espaço de soluções: busca local e busca populacional.

Nas metaheurísticas baseadas em busca local, a exploração do espaço de soluções é feita
por meio de movimentos, os quais são aplicados a cada passo sobre a solução corrente,
gerando outra solução promissora em sua vizinhança. Busca Tabu, Simulated Annealing,
Busca em Vizinhança Variável (Variable Neighborhood Search) e Iterated Local Search são
exemplos de métodos que se enquadram nesta categoria.

Os métodos baseados em busca populacional, por sua vez, consistem em manter um
conjunto de boas soluções e combiná-las de forma a tentar produzir soluções ainda melho-
res. Exemplos clássicos de procedimentos desta categoria são os Algoritmos Genéticos, os
Algoritmos Meméticos e o Algoritmo Colônia de Formigas.

Apresentamos, a seguir, as principais metaheurísticas referenciadas na literatura.
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4.1 Multi-Start

A metaheurística Multi-Start consiste em fazer amostragens do espaço de soluções, apli-
cando a cada solução gerada um procedimento de refinamento. As amostras são obtidas
por meio da geração de soluções aleatórias. Com esse procedimento, há uma diversifica-
ção no espaço de busca, possibilitando escapar dos ótimos locais. A grande vantagem do
método é que ele é de fácil implementação.

Na Figura 7 apresenta-se o pseudocódigo de um procedimento Multi-Start básico para
um problema de minimização. Um número máximo de iterações ou um tempo máximo de
processamento é normalmente utilizado como critério de parada.

procedimento MultiStart(f(.), N(.), CriterioParada, s)
1 f? ←∞; {Valor associado a s? }
2 enquanto (Critério de parada não atendido) faça
3 s ← ConstruaSolucao(); {Gere uma solução s do espaço de soluções}
4 s ← BuscaLocal(s); {Aplique um procedimento de melhora em s}
5 se (f(s) < f(s?)) então
6 s? ← s;
7 f? ← f(s);
8 fim-se;
9 fim-enquanto;
10 s ← s?;
11 Retorne s;
fim MultiStart;

Figura 7: Metaheurística Multi-Start

Uma variação comum no procedimento Multi-Start consiste em partir de uma solução
inicial gerada por um procedimento construtivo guloso. Assim, na Figura 7 cria-se uma
linha 0 e substitui-se a linha 1, tal como se segue:

0 s? ← ConstruaSolucaoGulosa(); {Melhor solução até então}
1’ f? ← f(s?); {Valor associado a s? }

O procedimento ContruaSolucaoGulosa() encontra-se descrito na Figura 1, à página
3 destas notas de aula.
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4.2 Simulated Annealing

Trata-se de uma técnica de busca local probabilística, proposta originalmente por Kirkpa-
trick et al. [31], que se fundamenta em uma analogia com a termodinâmica, ao simular o
resfriamento de um conjunto de átomos aquecidos, operação conhecida como recozimento
[11].

Esta técnica começa sua busca a partir de uma solução inicial qualquer. O procedi-
mento principal consiste em um loop que gera aleatoriamente, em cada iteração, um único
vizinho s′ da solução corrente s.

Considerando um problema de minimização, seja ∆ a variação de valor da função
objetivo ao mover-se para uma solução vizinha candidata, isto é, ∆ = f(s′) − f(s). O
método aceita o movimento e a solução vizinha passa a ser a nova solução corrente se
∆ < 0. Caso ∆ ≥ 0 a solução vizinha candidata também poderá ser aceita, mas neste
caso, com uma probabilidade e−∆/T , onde T é um parâmetro do método, chamado de
temperatura e que regula a probabilidade de se aceitar soluções de pior custo.

A temperatura T assume, inicialmente, um valor elevado T0. Após um número fixo
de iterações (o qual representa o número de iterações necessárias para o sistema atingir o
equilíbrio térmico em uma dada temperatura), a temperatura é gradativamente diminuída
por uma razão de resfriamento α, tal que Tk ← α×Tk−1, sendo 0 < α < 1. Com esse pro-
cedimento, dá-se, no início uma chance maior para escapar de mínimos locais e, à medida
que T aproxima-se de zero, o algoritmo comporta-se como o método de descida, uma vez
que diminui a probabilidade de se aceitar movimentos de piora

(
T → 0 =⇒ e−∆/T → 0

)
A Figura 8 mostra a influência da variação da temperatura na função de probabilidade.

Para melhor entendimento desta função, considera-se que a variação de energia ∆ é a
mesma durante toda a busca, no caso, ∆ é fixado em uma unidade. Observe que no início
do processo, quando a temperatura é elevada, a função de probabilidade assume valores
próximos à unidade, enquanto que no final do processo, quando a temperatura se aproxima
de zero, o valor da função de probabilidade também se aproxima de zero.
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Figura 8: Comportamento da função de probabilidade

O procedimento pára quando a temperatura chega a um valor próximo de zero e ne-
nhuma solução de piora da solução corrente é mais aceita, isto é, quando o sistema está
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estável. A solução obtida quando o sistema encontra-se nesta situação evidencia o encontro
de um ótimo local.

Os parâmetros de controle do procedimento são a razão de resfriamento α, o número
de iterações para cada temperatura (SAmax) e a temperatura inicial T0.

Apresenta-se, pela Figura 9, o algoritmo Simulated Annealing básico aplicado a um
problema de minimização.

procedimento SA(f(.), N(.), α, SAmax, T0, s)
1 s? ← s; {Melhor solução obtida até então}
2 IterT ← 0; {Número de iterações na temperatura T}
3 T ← T0; {Temperatura corrente}
4 enquanto (T > 0) faça
5 enquanto (IterT < SAmax) faça
6 IterT ← IterT + 1;
7 Gere um vizinho qualquer s′ ∈ N(s);
8 ∆ = f(s′)− f(s);
9 se (∆ < 0)
10 então
11 s ← s′;
12 se (f(s′) < f(s?)) então s? ← s′;
13 senão
14 Tome x ∈ [0, 1];
15 se (x < e−∆/T ) então s ← s′;
16 fim-se;
17 fim-enquanto;
18 T ← α× T ;
19 IterT ← 0;
20 fim-enquanto;
21 s ← s?;
22 Retorne s;
fim SA;

Figura 9: Algoritmo Simulated Annealing

Observamos que no caso de o problema ser de maximização, as seguintes modificações
devem ser feitas na Figura 9: Na linha 9, considerar que ∆ > 0; na linha 12, substituir
pelo teste (f(s′) > f(s?)) e, finalmente, na linha 15, substituir por (x < e∆/T ).

Dependendo do processo de resfriamento, pode ser mostrada a convergência do método
a uma solução que seja globalmente ótima [11]. Para tal, a temperatura na iteração k do
método, dada por Tk, deve ser calculada com base na expressão (43):

Tk =
c

ln(1 + k)
(43)

em que c é da ordem do valor do ótimo local mais profundo (no caso de o problema
ser de minimização) ou mais elevado (no caso de o problema ser de maximização). A
convergência é garantida quando k ←∞.

Tal resultado, entretanto, é de utilidade prática restrita, uma vez que o resfrimento é
muito lento, requerendo um número proibitivo de iterações do método.

Há várias outras formas de fazer o resfriamento, além do geométrico. Uma alternativa
é fazer o decaimento da temperatura por meio da expressão (44):
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Tk =
Tk−1

1 + γ
√

Tk−1

∀k ≥ 1 (44)

em que Tk representa a temperatura na iteração k do método, isto é, na k-ésima vez em
que há alteração no valor da temperatura e γ uma constante tal que 0 < γ < 1. Valores
de γ próximos a zero indicam resfriamento muito lento.

Outra alternativa, usada em [35], consiste em fazer o resfriamento por meio da expres-
são:

Tk =





βTk−1 se k = 1
Tk−1

1 + γTk−1
se k ≥ 2

(45)

sendo γ = T0−Tk−1
(k−1)T0Tk−1

, T0 a temperatura inicial, Tk a temperatura na k-ésima iteração
e β um parâmetro para corrigir a imperfeição do resfriamento (0 < β < 1). Igualmente,
valores de γ próximos a zero indicam resfriamento muito lento.

Algoritmos baseados em SA normalmente incluem reaquecimento, seguido de novo
resfriamento, quando a quantidade de movimentos consecutivamente rejeitados é alta [11].
É comum, também, trabalhar nas temperaturas mais altas com uma taxa de resfriamento
menor e aumentá-la quando a temperatura reduzir-se.

A estimação do número máximo de iterações em uma dada temperatura, isto é, SAmax,
normalmente é feita em função das dimensões do problema tratado. Por exemplo, em um
problema de programação de horários em escolas (school timetabling), envolvendo n tur-
mas, m professores e p horários reservados para a realização das aulas, o valor de SAmax
pode ser estimado em SAmax = k × p × m × n, sendo k uma constante a determinar.
Já em um problema de programação de tripulações (crew scheduling) envolvendo ntrip
tripulantes e ntarefas tarefas, SAmax é estimado em SAmax = k × ntrip× ntarefas.

Há pelo menos duas prescrições para a determinação autoadaptativa da temperatura
inicial: por simulação ou pelo custo das soluções.

A primeira delas consiste em determinar a temperatura inicial por simulação. Por
este mecanismo, parte-se de uma solução s e de uma temperatura de partida baixa. A
seguir, contam-se quantos vizinhos desta solução s são aceitos em SAmax iterações do
método nesta temperatura. Caso esse número de vizinhos aceitos seja elevado, algo como
95% dos vizinhos, então retorna-se a temperatura corrente como a temperatura inicial
para o processo de refinamento pelo método. Caso o número de vizinhos aceitos não
atinja o valor mínimo requerido, aumenta-se a temperatura segundo uma certa taxa, por
exemplo 10%, e repete-se a contagem do número de vizinhos aceitos naquela temperatura.
O procedimento prossegue até que se obtenha o número mínimo de vizinhos aceitos. A
temperatura na qual esta condição ocorre representa a temperatura inicial para o método
Simulated Annealing. A Figura 10 mostra o pseudocódigo para determinar a temperatura
inicial por este método, considerando um problema de minimização. Nesta figura, β é a
taxa de aumento da temperatura (β > 1), γ é a taxa mínima de aceitação de soluções
vizinhas (por exemplo, γ = 0.95) e T0 é uma temperatura de partida para o método, por
exemplo, T0 = 1.

Outra prescrição para determinar a temperatura inicial consiste em partir de uma dada
solução e gerar todos os seus possíveis vizinhos ou uma fração destes. Para cada um desses
vizinhos, calcular o respectivo custo segundo a função de avaliação considerada. Repetir
este procedimento para outros pontos iniciais, já que dependendo da solução inicial o custo
das soluções vizinhas pode ser diferente. O maior custo encontrado é uma estimativa para
a temperatura inicial.
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procedimento TemperaturaInicial(f(.), N(.), β, γ, SAmax, T0, s)
1 T ← T0; {Temperatura corrente}
2 Continua ← TRUE;
3 enquanto (Continua) faça
4 Aceitos ← 0; {Número de vizinhos aceitos na temperatura T}
5 para IterT = 1 até SAmax faça
6 Gere um vizinho qualquer s′ ∈ N(s);
7 ∆ = f(s′)− f(s);
8 se (∆ < 0)
9 então
10 Aceitos ← Aceitos + 1;
11 senão
12 Tome x ∈ [0, 1];
13 se (x < e−∆/T ) então Aceitos ← Aceitos + 1;
14 fim-se;
15 fim-para;
16 se (Aceitos ≥ γ × SAmax)
17 então Continua ← FALSE;
18 senão T ← β × T ;
19 fim-se;
20 fim-enquanto;
21 Retorne T ;
fim TemperaturaInicial;

Figura 10: Determinação autoadaptativa da temperatura inicial

Em teoria, a temperatura final deve ser zero. Entretanto, na prática é suficiente chegar
a uma temperatura próxima de zero, devido à precisão limitada da implementação compu-
tacional [45]. Um valor típico é tomar Tf = 0, 001. Alternativamente, pode-se identificar
o congelamento do sistema quando a taxa de aceitação de movimentos ficar abaixo de um
valor predeterminado.

Observa-se, finalmente, como regra geral, que os parâmetros mais adequados para uma
dada aplicação do algoritmo só podem ser estabelecidos por experimentação [45].
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4.3 Busca Tabu

Descrevemos, a seguir, de forma resumida, os princípios básicos da Busca Tabu - BT
(Tabu Search), técnica originada nos trabalhos independentes de Fred Glover [14] e Pierre
Hansen [25]. Referenciamos a [14, 15, 16, 22, 19, 20, 7, 29] para um melhor detalhamento
do método.

A Busca Tabu é um método de busca local que consiste em explorar o espaço de
soluções movendo-se de uma solução para outra que seja seu melhor vizinho. Esta estra-
tégia, juntamente com uma estrutura de memória para armazenar as soluções geradas (ou
características destas) possibilita escapar dos ótimos locais.

Mais especificamente, começando com uma solução inicial s0, um algoritmo BT explora,
a cada iteração, um subconjunto V da vizinhança N(s) da solução corrente s. O membro
s′ de V com melhor valor nesta região segundo a função f(.) torna-se a nova solução
corrente mesmo que s′ seja pior que s, isto é, que f(s′) > f(s) para um problema de
minimização.

O critério de escolha do melhor vizinho é utilizado para escapar de um ótimo local.
Esta estratégia, entretanto, pode fazer com que o algoritmo cicle, isto é, que retorne a
uma solução já gerada anteriormente.

De forma a evitar que isto ocorra, existe uma lista tabu T , a qual é uma lista de
movimentos proibidos. A lista tabu clássica contém os movimentos reversos aos últimos
|T | movimentos realizados (onde |T | é um parâmetro do método) e funciona como uma fila
de tamanho fixo, isto é, quando um novo movimento é adicionado à lista, o mais antigo sai.
Assim, na exploração do subconjunto V da vizinhança N(s) da solução corrente s, ficam
excluídos da busca os vizinhos s′ que são obtidos de s por movimentos m que constam na
lista tabu.

A lista tabu se, por um lado, reduz o risco de ciclagem (uma vez que ela garante
o não retorno, por |T | iterações, a uma solução já visitada anteriormente); por outro,
também pode proibir movimentos para soluções que ainda não foram visitadas [7]. Assim,
existe também uma função de aspiração, que é um mecanismo que retira, sob certas
circunstâncias, o status tabu de um movimento. Mais precisamente, para cada possível
valor v da função objetivo existe um nível de aspiração A(v): uma solução s′ em V pode
ser gerada se f(s′) < A(f(s)), mesmo que o movimento m esteja na lista tabu. A função de
aspiração A é tal que, para cada valor v da função objetivo, retorna outro valor A(v), que
representa o valor que o algoritmo aspira ao chegar de v. Um exemplo simples de aplicação
desta idéia é considerar A(f(s)) = f(s?) onde s? é a melhor solução encontrada até então.
Neste caso, aceita-se um movimento tabu somente se ele conduzir a um vizinho melhor
que s?. Esta é a chamada aspiração por objetivo. Esse critério se fundamenta no fato
de que soluções melhores que a solução s? corrente, ainda que geradas por movimentos
tabu, não foram visitadas anteriormente, evidenciando que a lista de movimentos tabu
pode impedir não somente o retorno a uma solução já gerada anteriormente mas também
a outras soluções ainda não geradas.

Duas regras são normalmente utilizadas de forma a interromper o procedimento. Pela
primeira, pára-se quando é atingido um certo número máximo de iterações sem melhora no
valor da melhor solução. Pela segunda, quando o valor da melhor solução chega a um limite
inferior conhecido (ou próximo dele). Esse segundo critério evita a execução desnecessária
do algoritmo quando uma solução ótima é encontrada ou quando uma solução é julgada
suficientemente boa.

Os parâmetros principais de controle do método de Busca Tabu são a cardinalidade |T |
da lista tabu, a função de aspiração A, a cardinalidade do conjunto V de soluções vizinhas
testadas em cada iteração e BTmax, o número máximo de iterações sem melhora no valor



22 Marcone Jamilson Freitas Souza

da melhor solução.
Apresenta-se, pela Figura 11, o pseudocódigo de um algoritmo de Busca Tabu básico

para o caso de minimização. Neste procedimento, fmin é o valor mínimo conhecido da
função f , informação esta que em alguns casos está disponível.

procedimento BT (f(.), N(.), A(.), |V |, fmin, |T |, BTmax, s)
1 s? ← s; {Melhor solução obtida até então}
2 Iter ← 0; {Contador do número de iterações}
3 MelhorIter ← 0; {Iteração mais recente que forneceu s?}
4 T ← ∅; {Lista Tabu}
5 Inicialize a função de aspiração A;
6 enquanto (f(s) > fmin e Iter −MelhorIter ≤ BTmax) faça
7 Iter ← Iter + 1;
8 Seja s′ ← s⊕m o melhor elemento de V ⊆ N(s) tal que

o movimento m não seja tabu (m 6∈ T ) ou
s′ atenda a condição de aspiração (f(s′) < A(f(s)));

9 Atualize a lista tabu T ;
10 s ← s′;
11 se (f(s) < f(s?)) então
12 s? ← s;
13 MelhorIter ← Iter;
14 fim-se;
15 Atualize a função de aspiração A;
16 fim-enquanto;
17 s ← s?;
18 Retorne s;
fim BT ;

Figura 11: Algoritmo de Busca Tabu

É comum em métodos de Busca Tabu incluir estratégias de intensificação, as quais
têm por objetivo concentrar a pesquisa em determinadas regiões consideradas promissoras.
Uma estratégia típica é retornar à uma solução já visitada para explorar sua vizinhança
de forma mais efetiva. Outra estratégia consiste em incorporar atributos das melhores
soluções já encontradas durante o progresso da pesquisa e estimular componentes des-
tas soluções a tornar parte da solução corrente. Nesse caso, são consideradas livres no
procedimento de busca local apenas as componentes não associadas às boas soluções, per-
manecendo as demais componentes fixas. Um critério de término, tal como um número
fixo de iterações, é utilizado para encerrar o período de intensificação. Na seção 5.1, página
50, detalha-se um procedimento de intensificação, a Reconexão por Caminhos, mecanismo
que é comumente associado a implementações Busca Tabu.

Métodos baseados em Busca Tabu incluem, também, estratégias de diversificação. O
objetivo destas estratégias, que tipicamente utilizam uma memória de longo prazo, é re-
direcionar a pesquisa para regiões ainda não suficientemente exploradas do espaço de
soluções. Estas estratégias procuram, ao contrário das estratégias de intensificação, gerar
soluções que têm atributos significativamente diferentes daqueles encontrados nas melho-
res soluções obtidas. A diversificação, em geral, é utilizada somente em determinadas
situações, como, por exemplo, quando dada uma solução s, não existem movimentos m
de melhora para ela, indicando que o algoritmo já exauriu a análise naquela região. Para
escapar desta região, a idéia é estabelecer uma penalidade w(s,m) para uso desses movi-
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mentos. Um número fixo de iterações sem melhora no valor da solução ótima corrente é,
em geral, utilizado para acionar estas estratégias. Na seção 5.3, página 54, detalha-se um
procedimento de diversificação, a Relaxação Adaptativa.

Métodos de Busca Tabu incluem, também, listas tabu dinâmicas [6, 43], muitas das
quais atualizadas de acordo com o progresso da pesquisa [4, 3, 2]. A grande vantagem de se
usar uma lista tabu de tamanho dinâmico é que se minimiza a possibilidade de ocorrência
de ciclagem. Em [22] os autores resolvem um problema de roteamento de veículos por
meio de Busca Tabu utilizando uma lista tabu dinâmica que varia no intervalo [tmin, tmax],
sendo tmin = 0, 9n e tmax = 1, 1n, com n representando o número de cidades da instância
considerada. Nesta aplicação, depois que o tamanho da lista é escolhido aleatoriamente
no intervalo [tmin, tmax], ele é mantido constante por 2tmax iterações. A idéia por trás da
utilização da lista dinâmica é que, se com um dado tamanho de lista há ciclagem, então
aumentando ou diminuindo esse tamanho haverá alteração da quantidade de movimentos
tabu e, assim, diferentes soluções poderão ser geradas. Com esta possibilidade de mudança
de trajetória no espaço de busca, a ocorrência de ciclagem fica reduzida.

Recentemente, [18] e [24] provaram a convergência finita de alguns métodos de Busca
Tabu baseados em memória por recenticidade e por frequência.

De forma a ilustrar o método de Busca Tabu, apliquemos esta metodologia heurística
à instância do problema da mochila apresentado no início destas notas de aula. Consi-
deremos uma lista tabu T de cardinalidade |T | = 1 e como atributo tabu a posição do
bit alterado. Utilizemos o critério de aspiração por objetivo, isto é, um movimento tabu
somente será realizado se a solução produzida melhorar a melhor solução gerada até então.
O critério de parada será BTmax = 1, isto é, apenas uma iteração sem melhora.

Passo 0 : Seja uma solução inicial qualquer, por exemplo:
s = (01010)t

f(s) = 6
Peso corrente da mochila = 14
Lista tabu = T = ∅
Melhor solução até então: s∗ = (01010)t e f(s∗) = 6
Iter = 0; MelhorIter = 0;

Passo 1 : Devemos, agora, analisar todos os vizinhos de s e calcular a função de avaliação
deles por meio da expressão (31), definida à página 11.

Vizinhos de s Peso dos vizinhos de s Benefício dos vizinhos de s f(s′)
(11010)t 18 8 8
(00010)t 9 4 4
(01110)t 21 9 9
(01000)t 5 2 2
(01011)t 20 10 10

Melhor vizinho: s′ = (01011)t, com f(s′) = 10
Como s′ é o melhor vizinho de s, então s ← s′, isto é, a nova solução corrente passa
a ser: s = (01011)t

Lista tabu = T = {5} (indicando que o bit da quinta posição não pode ser modifi-
cado, a não ser que o critério de aspiração seja satisfeito)
Melhor solução até então: s∗ = (01011)t e f(s∗) = 10 (pois f(s′) > f(s∗))
Iter = 1; MelhorIter = 1;
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Como Iter − MelhorIter = 1 − 1 = 0 ≯ BTmax = 1, então o procedimento de
exploração do espaço de soluções deve continuar.

Passo 2 : Determinemos, agora, o melhor vizinho de s = (01011)t:

Vizinhos de s Peso dos vizinhos de s Benefício dos vizinhos de s f(s′)
(11011)t 24 12 -3
(00011)t 15 8 8
(01111)t 27 13 -47
(01001)t 11 6 6
(01010)t 14 6 6

Melhor vizinho: s′ = (00011)t, com f(s′) = 8
Como s′ é o melhor vizinho de s, então s ← s′ (mesmo sendo f(s′) pior que f(s)),
isto é, a nova solução corrente passa a ser: s = (00011)t

Lista tabu = T = {2} (observa-se que, como a cardinalidade da lista tabu foi fixada
em um, então o movimento proibido anterior sai e entra o novo movimento proibido,
isto é, o bit da segunda posição não pode ser modificado, a não ser que o critério de
aspiração seja satisfeito)
Melhor solução até então: s∗ = (01011)t e f(s∗) = 10
Iter = 2; MelhorIter = 1;
Como Iter − MelhorIter = 2 − 1 = 1 ≯ BTmax = 1, então o procedimento BT
continua.

Passo 3 : Determinemos, agora, o melhor vizinho de s = (00011)t:

Vizinhos de s Peso dos vizinhos de s Benefício dos vizinhos de s f(s′)
(10011)t 19 10 10
(01011)t 20 10 10
(00111)t 22 11 11
(00001)t 6 4 4
(00010)t 9 4 4

Melhor vizinho: s′ = (00111)t, com f(s′) = 11
Como s′ é o melhor vizinho de s, então s ← s′, isto é, a nova solução corrente passa
a ser: s = (00111)t

Lista tabu = T = {3} (indicando que o bit da terceira posição não pode ser modifi-
cado, a não ser que o critério de aspiração seja satisfeito)
Melhor solução até então: s∗ = (00111)t e f(s∗) = 11 (pois f(s′) > f(s∗))
Iter = 3; MelhorIter = 3;
Como Iter − MelhorIter = 3 − 3 = 0 ≯ BTmax = 1, então prossegue-se com o
procedimento de exploração do espaço de soluções.
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Passo 4 : Determinemos, agora, o melhor vizinho de s = (00111)t:

Vizinhos de s Peso dos vizinhos de s Benefício dos vizinhos de s f(s′)
(10111)t 24 13 -2
(01111)t 25 13 -17
(00011)t 15 8 8
(00101)t 13 7 7
(00110)t 16 7 7

Observe que o vizinho com o melhor valor para a função de avaliação é s′ = (00011)t,
com f(s′) = 8, mas esta solução é tabu, uma vez que o bit da terceira posição está
na lista tabu. Como o critério de aspiração desta solução não é satisfeito, pois
f(s′) = 8 ≯ f(s∗) = 11, esta solução não é aceita. Desta forma, considera-se o
melhor vizinho não tabu, a saber:
Melhor vizinho: s′ = (00101)t, com f(s′) = 7 (Em caso de empate, como o caso, a
solução escolhida é aquela que satisfaz um determinado critério, como por exemplo,
aquela associada ao menor peso ou menor índice)
Como s′ é o melhor vizinho de s (mesmo sendo de piora), então s ← s′, isto é, a
nova solução corrente passa a ser: s = (00101)t

Lista tabu = T = {4} (indicando que o bit da quarta posição não pode ser modifi-
cado, a não ser que o critério de aspiração seja satisfeito)
Melhor solução até então: s∗ = (00111)t e f(s∗) = 11
Iter = 4; MelhorIter = 3;
Como Iter −MelhorIter = 4− 3 = 1 ≯ BTmax = 1, então a busca prossegue.

Passo 5 : Determinemos, agora, o melhor vizinho de s = (00101)t:

Vizinhos de s Peso dos vizinhos de s Benefício dos vizinhos de s f(s′)
(10101)t 17 9 9
(01101)t 18 9 9
(00001)t 6 4 4
(00111)t 23 11 11
(00100)t 7 3 3

Observe que o vizinho com o melhor valor para a função de avaliação é s′ = (00111)t,
com f(s′) = 11. Entretanto, esta solução é tabu, uma vez que o bit da quarta posi-
ção está na lista tabu. Como o critério de aspiração desta solução não é satisfeito,
pois f(s′) = 11 ≯ f(s∗) = 11, esta solução não é aceita. Desta forma, considera-se o
melhor vizinho não tabu, a saber (já aplicado um critério de desempate):
Melhor vizinho: s′ = (10101)t, com f(s′) = 9
Desta forma, a nova solução corrente passa a ser: s = (10101)t, com f(s) = 9
Lista tabu = T = {1} (indicando que o bit da primeira posição não pode ser modi-
ficado, a não ser que o critério de aspiração seja satisfeito)
Melhor solução até então: s∗ = (00111)t e f(s∗) = 11
Iter = 5; MelhorIter = 3;
Como Iter −MelhorIter = 5 − 3 = 2 > BTmax = 1, então PARE. O método de
Busca Tabu retorna, então, s∗ = (00111)t como solução final, com valor f(s∗) = 11.
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A aplicação deste método mostra que a solução final obtida é melhor que aquela obtida
com a aplicação do método da subida, apresentado na página 10. Isto foi possível devido
à aceitação de movimentos de piora, no caso, com o passo 2 do método. Esta estratégia
possibilitou escapar de um ótimo local, atingindo uma outra região do espaço de soluções,
na qual uma solução melhor foi encontrada.
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4.4 GRASP

GRASP (Greedy Randomized Adaptive Search Procedure - Procedimento de busca adap-
tativa gulosa e randomizada) é um método iterativo, proposto em [12], que consiste de
duas fases: uma fase de construção, na qual uma solução é gerada, elemento a elemento,
e de uma fase de busca local, na qual um ótimo local na vizinhança da solução construída
é pesquisado. A melhor solução encontrada ao longo de todas as iterações GRASP rea-
lizadas é retornada como resultado. O pseudocódigo descrito pela Figura 12 ilustra um
procedimento GRASP para um problema de minimização.

procedimento GRASP (f(.), g(.), N(.), GRASPmax, s)
1 f? ←∞;
2 para (Iter = 1, 2, . . . , GRASPmax) faça
3 Construcao(g(.), α, s);
4 BuscaLocal(f(.), N(.), s);
5 se (f(s) < f?) então
6 s? ← s;
7 f? ← f(s);
8 fim-se;
9 fim-para;
10 s ← s?;
11 Retorne s;
fim GRASP

Figura 12: Algoritmo GRASP

Na fase de contrução, uma solução é iterativamente construída, elemento por elemento.
A cada iteração desta fase, os próximos elementos candidatos a serem incluídos na so-
lução são colocados em uma lista C de candidatos, seguindo um critério de ordenação
pré-determinado. Este processo de seleção é baseado em uma função adaptativa gulosa
g : C 7→ <, que estima o benefício da seleção de cada um dos elementos. A heurística
é dita adaptativa porque os benefícios associados com a escolha de cada elemento são
atualizados em cada iteração da fase de construção para refletir as mudanças oriundas da
seleção do elemento anterior. A componente probabilística do procedimento reside no fato
de que cada elemento é selecionado de forma aleatória a partir de um subconjunto restrito
formado pelos melhores elementos que compõem a lista de candidatos. Este subconjunto
recebe o nome de lista de candidatos restrita (LCR). Esta técnica de escolha permite que
diferentes soluções sejam geradas em cada iteração GRASP. O pseudocódigo representado
pela Figura 13, onde α ∈ [0, 1] é um parâmetro do método, descreve a fase de construção
GRASP.

Observamos que o parâmetro α controla o nível de gulosidade e aleatoriedade do pro-
cedimento Construcao. Um valor α = 0 faz gerar soluções puramente gulosas, enquanto
α = 1 faz produzir soluções totalmente aleatórias.

Assim como em muitas técnicas determinísticas, as soluções geradas pela fase de cons-
trução do GRASP provavelmente não são localmente ótimas com respeito à definição de
vizinhança adotada. Daí a importância da fase de busca local, a qual objetiva melhorar
a solução construída. A Figura 14 descreve o pseudo-código de um procedimento bási-
co de busca local com respeito a uma certa vizinhança N(.) de s para um problema de
minimização.

A eficiência da busca local depende da qualidade da solução construída. O procedi-
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procedimento Construcao(g(.), α, s);
1 s ← ∅;
2 Inicialize o conjunto C de candidatos;
3 enquanto (C 6= ∅) faça
4 g(tmin) = min{g(t) | t ∈ C};
5 g(tmax) = max{g(t) | t ∈ C};
6 LCR = {t ∈ C | g(t) ≤ g(tmin) + α(g(tmax)− g(tmin))};
7 Selecione, aleatoriamente, um elemento t ∈ LCR;
8 s ← s ∪ {t};
9 Atualize o conjunto C de candidatos;
10 fim-enquanto;
11 Retorne s;
fim Construcao;

Figura 13: Fase de construção de um algoritmo GRASP

procedimento BuscaLocal(f(.), N(.), s);
1 V = {s′ ∈ N(s) | f(s′) < f(s)};
2 enquanto (|V | > 0) faça
3 Selecione s′ ∈ V ;
4 s ← s′ ;
5 V = {s′ ∈ N(s) | f(s′) < f(s)};
6 fim-enquanto;
7 Retorne s;
fim BuscaLocal;

Figura 14: Fase de Busca Local de um algoritmo GRASP

mento de construção tem então um papel importante na busca local, uma vez que as
soluções construídas constituem bons pontos de partida para a busca local, permitindo
assim acelerá-la.

O parâmetro α, que determina o tamanho da lista de candidatos restrita, é basica-
mente o único parâmetro a ser ajustado na implementação de um procedimento GRASP.
Em [12] discute-se o efeito do valor de α na qualidade da solução e na diversidade das
soluções geradas durante a fase de construção. Valores de α que levam a uma lista de
candidatos restrita de tamanho muito limitado (ou seja, valor de α próximo da escolha
gulosa) implicam em soluções finais de qualidade muito próxima àquela obtida de forma
puramente gulosa, obtidas com um baixo esforço computacional. Em contrapartida, pro-
vocam uma baixa diversidade de soluções construídas. Já uma escolha de α próxima da
seleção puramente aleatória leva a uma grande diversidade de soluções construídas mas,
por outro lado, muitas das soluções construídas são de qualidade inferior, tornando mais
lento o processo de busca local.

O procedimento GRASP procura, portanto, conjugar bons aspectos dos algoritmos
puramente gulosos, com aqueles dos procedimentos aleatórios de construção de soluções.

Procedimentos GRASP mais sofisticados incluem estratégias adaptativas para o parâ-
metro α. O ajuste deste parâmetro ao longo das iterações GRASP, por critérios que levam
em consideração os resultados obtidos nas iterações anteriores, produz soluções melhores
do que aquelas obtidas considerando-o fixo [36, 37, 38].
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4.5 Busca em Vizinhança Variável

A Busca em Vizinhança Variável, ou Método de Pesquisa em Vizinhança Variável (Vari-
able Neighborhood Search, VNS), proposta por Nenad Mladenović e Pierre Hansen [34],
é um método de busca local que consiste em explorar o espaço de soluções por meio de
trocas sistemáticas de estruturas de vizinhança. Contrariamente à outras metaheurísticas
baseadas em métodos de busca local, o método VNS não segue uma trajetória, mas sim
explora vizinhanças gradativamente mais “distantes” da solução corrente e focaliza a busca
em torno de uma nova solução se e somente se um movimento de melhora é realizado. O
método inclui, também, um procedimento de busca local a ser aplicado sobre a solução
corrente. Esta rotina de busca local também pode usar diferentes estruturas de vizinhança.
Na sua versão original, o método VNS faz uso do método VND para fazer a busca local.

O pseudocódigo do método é apresentado pela Figura 15. Detalhes adicionais podem
ser encontrados em [34, 26, 27].

procedimento VNS ()
1 Seja s0 uma solução inicial;
2 Seja r o número de estruturas diferentes de vizinhança;
3 s ← s0; {Solução corrente}
4 enquanto (Critério de parada não for satisfeito) faça
5 k ← 1; {Tipo de estrutura de vizinhança corrente}
6 enquanto (k ≤ r) faça
7 Gere um vizinho qualquer s′ ∈ N (k)(s);
8 s′′ ← BuscaLocal(s′);
9 se (f(s′′) < f(s))
10 então
11 s ← s′′;
12 k ← 1;
13 senão
14 k ← k + 1;
15 fim-se;
16 fim-enquanto;
17 fim-enquanto;
18 Retorne s;
fim VNS ;

Figura 15: Algoritmo VNS

Neste algoritmo, parte-se de uma solução inicial qualquer e a cada iteração seleciona-se
aleatoriamente um vizinho s′ dentro da vizinhança N (k)(s) da solução s corrente. Esse
vizinho é então submetido a um procedimento de busca local. Se a solução ótima local,
s′′, for melhor que a solução s corrente, a busca continua de s′′ recomeçando da primeira
estrutura de vizinhança N (1)(s). Caso contrário, continua-se a busca a partir da próxima
estrutura de vizinhança N (k+1)(s). Este procedimento é encerrado quando uma condição
de parada for atingida, tal como o tempo máximo permitido de CPU, o número máximo
de iterações ou número máximo de iterações consecutivas entre dois melhoramentos. A
solução s′ é gerada aleatoriamente no passo 7 de forma a evitar ciclagem, situação que
pode ocorrer se alguma regra determinística for usada.
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4.6 Iterated Local Search

O método Iterated Local Search (ILS) é baseado na idéia de que um procedimento de busca
local pode ser melhorado gerando-se novas soluções de partida, as quais são obtidas por
meio de perturbações na solução ótima local. A perturbação precisa ser suficientemente
forte para permitir que a busca local explore diferentes soluções, mas também fraca o
suficiente para evitar um reinício aleatório.

O método ILS é, portanto, um método de busca local que procura focar a busca não
no espaço completo de soluções, mas em um pequeno subespaço definido por soluções que
são ótimas locais de determinado procedimento de otimização [33].

Para aplicar um algoritmo ILS, quatro componentes têm que ser especificadas: (a)
Procedimento GeraSolucaoInicial(), que gera uma solução inicial s0 para o problema;
(b) Procedimento BuscaLocal, que retorna uma solução melhorada s′′; (c) Procedimento
Perturbacao, que modifica a solução corrente s guiando a uma solução intermediária s′ e
(d) Procedimento CriterioAceitacao, que decide de qual solução a próxima perturbação
será aplicada.

Na Figura 16 mostra-se o pseudocódigo do algoritmo ILS básico.

procedimento ILS
1 s0 ← GeraSolucaoInicial();
2 s ← BuscaLocal(s0);
3 enquanto (os critérios de parada não estiverem satisfeitos) faça
4 s′ ← Perturbacao(histórico, s);
5 s′′ ← BuscaLocal(s′);
6 s ← CriterioAceitacao(s, s′′, histórico);
8 fim-enquanto;
fim ILS;

Figura 16: Algoritmo Iterated Local Search

O sucesso do ILS é centrado no conjunto de amostragem de ótimos locais, juntamente
com a escolha do método de busca local, das perturbações e do critério de aceitação. Em
princípio, qualquer método de busca local pode ser usado, mas o desempenho do ILS com
respeito à qualidade da solução final e avelocidade de convergência depende fortemente do
método escolhido. Normalmente um método de descida é usado, mas também é possível
aplicar algoritmos mais sofisticados, tais como Busca Tabu ou outras metaheurísticas.

O mecanismo de perturbação deve ser forte o suficiente para permitir escapar do ótimo
local corrente e permitir explorar diferentes regiões. Ao mesmo tempo, a modificação
precisa ser fraca o suficiente para guardar características do ótimo local corrente.

O critério de aceitação é usado para decidir de qual solução se continuará a exploração,
bem como qual será a perturbação a ser aplicada. Um aspecto importante do critério
de aceitação e da perturbação é que eles induzem aos procedimentos de intensificação
e diversificação. A intensificação da busca no entorno da melhor solução encontrada é
obtida, por exemplo, pela aplicação de “pequenas” perturbações sobre ela. A diversificação,
por sua vez, pode ser realizada aceitando-se quaisquer soluções s′′ e aplicando “grandes”
perturbações na solução ótima local.

Um critério de aceitação comumente utilizado é mover-se para o ótimo local s′′ somente
se ele for melhor que o ótimo local corrente s, isto é, somente se f(s′′) < f(s) em um
problema de minimização, ou se f(s′′) > f(s) em um problema de maximização.

A Figura 17 ilustra o funcionamento do método ILS em um problema de minimização.
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A partir de um ótimo local s, é feita uma perturbação que guia a uma solução intermediária
s′. Após a aplicação de um método de busca local a s′ é produzido um novo ótimo local
s′′. Considerando como critério de aceitação o fato de f(s′′) ser melhor que f(s), então a
busca prossegue a partir de s′′.

E s p a ç o   d e   s o l u ç õ e s

s

s'
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Perturbação
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Figura 17: Representação esquemática do funcionamento do ILS

Para definir o que seria uma perturbação no Problema do Caixeiro Viajante, conside-
remos uma estrutura de vizinhança que utilize movimentos de troca de posição de duas
cidades para gerar vizinhos. Uma perturbação poderia ser dividida em vários níveis. As-
sim, por exemplo, uma perturbação de nível 1 poderia consistir na realização de duas
trocas aleatórias. A perturbação de nível 2 consistiria na execução de três trocas aleató-
rias sobre uma mesma solução e assim sucessivamente. O algoritmo então funcionaria da
seguinte maneira: Para cada nível de perturbação seria realizada uma busca local, a qual,
se bem sucedida, faria retornar ao nível mínimo de perturbação; caso contrário, seriam re-
alizadas mais algumas buscas locais no mesmo nível de perturbação. Em caso de insucesso
destas buscas locais, o nível de perturbação seria gradativamente aumentado. O método
se encerraria após um certo número de iterações sem melhora ou quando um tempo limite
fosse atingido.

Para o problema da mochila 0-1 tratado nestas notas, em que se considera como movi-
mento a troca no valor de um bit, uma perturbação de nível 1 poderia ser a troca no valor
de dois bits simultaneamente, a perturbação de nível 2 seria a troca no valor de três bits
simultaneamente e assim sucessivamente. Igualmente ao caso anterior, para cada nível
de perturbação (nperturb) seriam executadas várias buscas locais, digamos nbuscas. Esta
estratégia se justifica uma vez que sendo a perturbação aleatória, poderiam ser produzidos
diferentes ótimos locais em função da solução intermediária gerada em um mesmo nível
de perturbação.

4.7 Guided Local Search

Guided Local Search ou Busca Local Guiada é uma metaheurística proposta por Christos
Voudouris [47]. Consiste em promover modificações na função custo para escapar de ótimos
locais.
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4.8 Algoritmos Genéticos

4.8.1 Descrição genérica do método

Trata-se de uma metaheurística que se fundamenta em uma analogia com processos na-
turais de evolução, nos quais, dada uma população, os indivíduos com características
genéticas melhores têm maiores chances de sobrevivência e de produzirem filhos cada vez
mais aptos, enquanto indivíduos menos aptos tendem a desaparecer. Foram propostos por
John Holland nos anos 70 [23]. Referenciamos a [23, 39] para um melhor detalhamento do
método.

Nos Algoritmos Genéticos (AGs), cada cromossomo (indivíduo da população) está
associado a uma solução do problema e cada gene está associado a uma componente da
solução. Um alelo, por sua vez, está associado a um possível valor que cada componente
da solução pode assumir. Um mecanismo de reprodução, baseado em processos evolutivos,
é aplicado sobre a população com o objetivo de explorar o espaço de busca e encontrar
melhores soluções para o problema. Cada indivíduo é avaliado por uma certa função de
aptidão, a qual mensura seu grau de adaptação ao meio. Quanto maior o valor da função
de aptidão, mais o indivíduo está adaptado ao meio.

Um Algoritmo Genético inicia sua busca com uma população
{
s0
1, s

0
2, . . . , s

0
n

}
, normal-

mente aleatoriamente escolhida, a qual é chamada de população no tempo 0.
O procedimento principal é um loop que cria uma população

{
st+1
1 , st+1

2 , . . . , st+1
n

}
no

tempo t+1 a partir de uma população do tempo t. Para atingir esse objetivo, os indivíduos
da população do tempo t passam por uma fase de reprodução, a qual consiste em selecionar
indivíduos para operações de recombinação e/ou mutação. Há várias formas de selecionar
indíviduos para o processo de reprodução. Uma dessas formas é a Binary Tournament
Selection. Nesse processo de seleção, dois indivíduos são selecionados aleatoriamente e
aquele que tiver o maior valor para a função de aptidão é escolhido para ser o primeiro
pai. O segundo pai é escolhido de forma análoga. Outra forma de selecionar os pais
para o processo de seleção é escolhê-los aleatoriamente. Na operação de recombinação,
os genes de dois cromossomos pais são combinados de forma a gerar cromossomos filhos
(normalmente dois), de sorte que para cada cromossomo filho há um conjunto de genes de
cada um dos cromossomos pais. A operação de mutação consiste em alterar aleatoriamente
uma parte dos genes de cada cromossomo (componentes da solução). Ambas as operações
são realizadas com uma certa probabilidade. A operação de recombinação é realizada
normalmente com uma probabilidade mais elevada (por exemplo, 80%) e a de mutação,
com uma baixa probabilidade (de 1 a 2%, em geral).

Gerada a nova população do tempo t + 1, define-se a população sobrevivente, isto é,
as n soluções que integrarão a nova população. A população sobrevivente é definida pela
aptidão dos indivíduos. Os critérios comumente usados para escolher os cromossomos
sobreviventes são os seguintes: 1) aleatório; 2) roleta (onde a chance de sobrevivência
de cada cromossomo é proporcional ao seu nível de aptidão) e 3) misto (isto é, uma
combinação dos dois critérios anteriores). Em qualquer um desses critérios admite-se,
portanto, a sobrevivência de indivíduos menos aptos. Isto é feito tendo-se por objetivo
tentar escapar de ótimos locais.

A Figura 18 mostra a estrutura de um Algoritmo Genético básico.
Os critérios de parada mais comuns são: quando um certo número de gerações é atin-

gido, quando não há melhora após um certo número de iterações ou quando o desvio padrão
da população é inferior a um certo valor (situação que evidencia uma homogeneidade da
população).

Os parâmetros principais de controle do método são: o tamanho n da população, a
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Figura 18: Estrutura de um Algoritmo Genético básico

probabilidade da operação crossover, a probabilidade de mutação, o número de gerações
e o número de iterações sem melhora.

O pseudocódigo de um Algoritmo Genético básico está descrito na Figura 19.

4.8.2 Representação genética de soluções

Normalmente uma solução de um problema está associado a um cromossomo p represen-
tado na forma de um vetor (ou lista) com m posições: p = (x1, x2, . . . , xm), onde cada
componente xi representa um gene (ou uma variável da solução).

Dentre os tipos de representação de um cromossomo, os mais conhecidos são: repre-
sentação binária zero-um e a representação por inteiros.

A representação binária é a clássica dentro dos AGs. Contudo, existem aplicações para
as quais é mais conveniente o uso de representações por inteiros.

A seguir, alguns exemplos ilustram os dois tipos de representação:

1. Representação Binária:

Na representação binária, uma solução do problema é representada por um vetor (ou
lista) de 0’s e 1’s.

Para ilustrar esta representação, considere o seguinte exemplo extraído de Micha-
lewicz (1992), no qual deseja-se maximizar a função:

f(x) = |11 ∗ num(x)− 150|,
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procedimento AG
1 t ← 0;
2 Gere a população inicial P (t);
3 Avalie P (t);
4 enquanto (os critérios de parada não estiverem satisfeitos) faça
5 t ← t + 1;
6 Gere P (t) a partir de P (t− 1);
7 Avalie P (t);
8 Defina a população sobrevivente;
9 fim-enquanto;
fim AG;

Figura 19: Algoritmo Genético

em que num(x) fornece o número de “1s” do vetor cromossomo.

Por exemplo, se x = (101001) então num(x) = 3.

Considere, agora, a representação binária de dois cromossomos compostos de 30
genes:

p1 = (101010101010101010101010101010)

p2 = (110000001100001110000000000000)

Então f(p1) = |11×num(p1)−150| = |11×15−150| = 15 e f(p2) = |11×num(p2)−
150| = |11× 7− 150| = 73.

Observe que o cromossomo que fornece um ponto de máximo local é dado por:

p0 = (000000000000000000000000000000), com f(p0) = 150

Já o máximo global de f é fornecido pelo cromossomo:

p∗ = (111111111111111111111111111111), com f(p∗) = 180

2. Representação por Inteiros:

Na representação por inteiros, uma solução do problema é representada por um vetor
(ou lista) de números inteiros. Por exemplo, considerando o PCV, o cromossomo
p = (1 3 6 5 4 2 7 9 8) pode representar exatamente a ordem de visita do PCV, ou
seja, a rota (tour) t do PCV é idêntica a p:

t = {1 3 6 5 4 2 7 9 8}

Em um problema de programação de horários, um cromossomo pode ser uma matriz
de números inteiros, em que cada componente xij representa o número da turma
para a qual o professor i ministra aula no horário j.
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4.8.3 Operador crossover clássico

A idéia do operador crossover clássico é a de efetuar cruzamentos entre dois ou mais
cromossomos pais e formar cromossomos filhos (offsprings) a partir da união de segmentos
de genes de cada pai.

Inicialmente são feitos cortes aleatórios nos pais. Por exemplo, considere dois pais e
um ponto de corte realizado na parte central dos cromossomos pais.

p1 = (1 0 1 | 0 1 0) = (p1
1 | p2

1)

p2 = (1 1 1 | 0 0 0) = (p2
1 | p2

2)
↑

ponto de corte

A partir dos cortes, são gerados dois filhos, cada qual formado a partir da reunião de
partes de cada um dos pais.

O1 = (p1
1 | p2

2) = (1 0 1 | 0 0 0)

O2 = (p1
2 | p2

1) = (1 1 1 | 0 1 0)

4.8.4 Operador mutação clássico

Operadores mutação consistem em alterar um ou mais genes de um cromossomo. Para
ilustrar um operador mutação clássico, seja o cromossomo de 7 genes, dado por: p =
(x1 x2 x3 . . . x7) = (1 0 1 0 1 0 1).

No cromossomo dado, uma mutação equivale a alterar um gene de um valor 1 para
um valor 0 ou vice-versa. Por exemplo, alterando-se o gene x2 do valor 0 para o valor 1,
obtém-se o novo cromossomo p = (1 1 1 0 1 0 1).

4.8.5 Operadores crossover para o PCV

Infelizmente, o simples uso de operadores clássicos conduzem freqüentemente a soluções
inviáveis, necessitando nesses casos, incorporar regras adicionais para viabilizar tais solu-
ções.

No caso específico do PCV, a representação por inteiros é considerada mais adequada
que a representação binária; primeiro por melhor se relacionar com uma solução (rota)
do PCV, que consiste de uma lista de n números inteiros (cidades) e segundo porque a
representação por inteiros favorece a construção de cromossomos que representem soluções
viáveis no PCV.

No entanto, utilizar somente cortes em cromossomos pais também não é suficiente,
uma vez que isso também pode gerar soluções inviáveis para o PCV. O exemplo a seguir
ilustra este caso, supondo que i = 1 é a cidade origem.

Para tanto, considere dois cromossomos pais:

p1 = (1 2 3 | 4 5 6) associado à rota t1 = {1 2 3 4 5 6 1}

p2 = (3 5 6 | 2 1 4) associado à rota t1 = {1 4 3 5 6 2 1}

Neste caso, são gerados dois cromossomos filhos O1 e O2:



36 Marcone Jamilson Freitas Souza

O1 = (p1
1 | p2

2) = (1 2 3 | 2 1 4)

O2 = (p1
2 | p2

1) = (3 5 6 | 4 5 6)

As rotas associadas aos cromossomos filhos O1 e O2 são inviáveis porque em O1 foi
gerada uma rota contendo apenas as cidades 1, 2, 3 e 4 repetindo as visitas às cidades
i = 1 e i = 2. Igualmente em O2 foram repetidas visitas em i = 5 e i = 6 e não foram
visitadas as cidades i = 1 e i = 2.

A seguir, são mostrados alguns operadores crossover típicos para o Problema do Cai-
xeiro Viajante, os quais geram filhos viáveis.

1. Operador Crossover PMX:

O operador Partial Mapped Crossover (PMX) trabalha da seguinte forma: considere
dois cromossomos pais p1 e p2. Selecione dois cortes em p1 e p2 aleatoriamente. No
caso de serem gerados dois cromossomos filhos O1 e O2, os genes localizados entre
os dois cortes de p1 e p2 são herdados integralmente por O2 e O1, respectivamente,
preservando a ordem e a posição de cada cidade.

Para ilustrar seu funcionamento considere o seguinte exemplo:

p1 = (1 2 3 | 4 5 6 7 | 8 9)
p2 = (4 2 6 | 1 8 5 9 | 3 7)

Então:

O1 = (X X X | 1 8 5 9 | X X)
O2 = (X X X | 4 5 6 7 | X X)

A seguir tenta-se preencher cada componente X de O1 pela componente correspon-
dente de p1 e as de O2 com p2, caso não formem uma rota ilegal para o PCV.

↓
O1 = (X 2 3 | 1 8 5 9 | X X)
O2 = (X 2 X | 4 5 6 7 | 3 X)

Considere agora o primeiro X de O1 (que deveria ser X = 1, mas forneceria uma
rota ilegal, já que esta cidade já se encontra presente na rota). Como X = 1 ∈ p1

não é possível, a cidade correspondente à posição em que está a cidade 1 de p1 no
segundo pai p2, é a cidade 4. Assim, esta cidade é alocada no primeiro X de O1.

X
‖

p1 = (1 . . .
↓

p2 = (4 . . .

Obtém-se com isto:
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O1 = (4 2 3 | 1 8 5 9 | X X)

Repete-se o procedimento para o próximo X ∈ O1 (X = 8 ∈ p1)

X
‖

p1 = (. . . | . . . | 8 . . . )
↓

p2 = (. . . | . . . | 3 . . . )

Mas X = 3 já está presente em O1, então toma-se o n◦ de p2 associado ao n◦ 3 de
p1.

X
‖

p1 = (. . . 3 | . . .
↓

p2 = (. . . 6 | . . .

Como X = 6 ainda não está presente em O1, substitui-se X por 6 em O1, obtendo-se:

↓
O1 = (4 2 3 | 1 8 5 9 | 6 X)

Repete-se o procedimento para o próximo X ∈ O1 (X = 9 ∈ p1)

X
‖

p1 = (. . . | . . . | . . . 9)
↓

p2 = (. . . | . . . | . . . 7)

Como X = 7 ainda não está presente em O1, substitui-se X por 7 em O1, obtendo-se:

O1 = (4 2 3 | 1 8 5 9 | 6 7)

Analogamente, preenchem-se os X’s de O2, obtendo-se ao seu final:

O2 = (1 2 8 | 4 5 6 7 | 3 9)

O operador PMX explora a conveniência ou não de se reproduzir cromossomos lo-
calmente idênticos a um cromossomo pai. Esta propriedade é útil, por exemplo,
quando se têm rotas já localmente otimizadas.



38 Marcone Jamilson Freitas Souza

2. Operador crossover OX:

Proposto por Davis (1985), o operador Ordenated Crossover (OX) constrói um
offspring (cromossomo filho) escolhendo uma subseqüência de uma rota associado a
um cromossomo pai p1 e preservando a ordem relativa das cidades do outro cromos-
somo pai p2.

Exemplo: Considere dois cromossomos pais:

p1 = (1 2 3 | 4 5 6 7 | 8 9)
p2 = (4 5 2 | 1 8 7 6 | 9 3)

Os filhos O1 e O2 herdam a faixa entre os dois cortes de p1 e p2, respectivamente.

O1 = (X X X | 4 5 6 7 | X X)
O2 = (X X X | 1 8 7 6 | X X)

Agora, partindo-se do segundo corte de um pai p2, copia-se em uma lista as n cidades
de p2. A seguir, remove-se desta lista as cidades contidas entre os dois cortes do outro
pai (p1). A subseqüência resultante é enxertada no filho O1 associado a p1 a partir
do segundo corte seguindo a ordem da subseqüência.

Assim, considerando o exemplo, partindo-se de p2 tem-se a lista:

9− 3− 4− 5− 2− 1− 8− 7− 6

Removem-se 4, 5, 6 e 7 desta lista, uma vez que estas cidades já foram visitadas,
resultando na subseqüência: 9 − 3 − 2 − 1 − 8. Esta subseqüência é enxertada em
O1, nesta ordem, a partir do seu segundo corte.

O1 = (X X X | 4 5 6 7 | X X)
ou

O1 = (2 1 8 | 4 5 6 7 | 9 3)

Analogamente, partindo de p1, tem-se a lista 8 − 9 − 1 − 2 − 3 − 4 − 5 − 6 − 7.
Removendo-se 1, 8, 7 e 6 tem-se a subseqüência: 9−2−3−4−5, a qual é enxertada
em O2 a partir do segundo corte, obtendo-se:

O2 = (3 4 5 | 1 8 7 6 | 9 2)

O operador OX prioriza a ordem das cidades e não suas posições na rota. A posição
das cidades na rota não é importante no PCV e sim, a ordem de visitas, ou seja, no
PCV é importante saber quem são os vizinhos de uma dada cidade i.

A irrelevância das posições na rota pode ser vista no exemplo a seguir:

T1 : 5− 3− 1− 2− 4
T2 : 3− 1− 2− 4− 5
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Em T1 e T2 as cidades aparecem em posições diferentes, mas tanto a rota T1 quanto
a rota T2 representam a mesma solução.

3. Operador crossover CX:

Proposto por Oliver e outros (1987), o operador Cycle Crossover (CX) preserva a
posição absoluta das cidades nos cromossomos pais.

Para ilustrá-lo, considere o seguinte exemplo com dois cromossomos pais:

p1 = (1 2 3 4 5 6 7 8 9)
p2 = (4 1 2 8 7 6 9 3 5)

O primeiro filho O1 é obtido tomando-se inicialmente a primeira cidade de p1,
obtendo-se:

O1 = (1 X X X X X X X X)

Com a 1a posição de O1 já preenchida, então o elemento da 1a posição de p2 igual
a 4 não pode ser também alocado à 1a posição de O1. Portanto, o elemento da 1a

posição de p2, igual a 4, é herdado pelo filho O1 na posição que ele ocupa em p1. Ou
seja, o n◦ 4 está na 4a posição de p1, logo estará também na 4a posição de O1.

O1 = (1 X X 4 X X X X X)

A seguir, estando o elemento da 4a posição do outro pai p2 = 8, e o inteiro 8 em p1

(na oitava posição), aloca-se 8 na oitava posição de O1.

O1 = (1 X X 4 X X X 8 X)

Seguindo esse procedimento, tem-se:

O1 = (1 2 3 4 X X X 8 X)

O último inteiro alocado foi 2, mas na 2a posição em p2 está o inteiro 1 que já está
em O1. Neste caso, diz-se que foi completado um ciclo.

A partir daí, as cidades restantes de O1 são preenchidas do outro pai (p2), obtendo-se:

O1 = (1 2 3 4 7 6 9 8 5)

De forma semelhante, tomando inicialmente a 1a cidade do segundo cromossomo pai
p2, começa-se a construir o segundo cromossomo filho O2, que ao final será da forma:

O2 = (4 1 2 8 5 6 7 3 9)

Observe que o operador Cycle Crossover sempre preserva a posição de elementos
de um outro cromossomo pai.
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4. Operador crossover ERX:

O operador Edge Recombination (ERX) foi desenvolvido especialmente para o PCV,
já que prioriza o fator adjacência. Outra característica principal do ERX é a
de que um cromossomo filho deve ser construído sempre que possível a partir das
arestas presentes em ambos os pais. Whitley, Starkweather e Fuquay (1989)
observaram que em média 95% das arestas dos pais são transferidas para os filhos
neste operador reduzindo consideravelmente o percentual de arestas selecionadas
aleatoriamente.

No ERX o significativo número de arestas transferidas de cromossomos pais para
cromossomos filhos é uma conseqüência do seguinte procedimento:

Criar uma lista de arestas de ambos os pais. A lista de arestas produz
para cada cidade, todas as outras cidades a ela conectadas em pelo menos
um dos cromossomos pais. Isto significa que para cada cidade, existem
no mínimo duas e no máximo quatro cidades conectadas.

Exemplo: Considere duas rotas do PCV, ou, equivalentemente, na representação
por caminhos, dois cromossomos.

p1 = (1 2 3 4 5 6)
p2 = (3 4 1 6 2 5)

A lista de arestas será:

cidade 1: (1, 2), (6, 1), (4, 1)
cidade 2: (1, 2), (2, 3), (6, 2), (2, 5)
cidade 3: (2, 3), (3, 4), (5, 3)
cidade 4: (3, 4), (4, 5), (4, 1)
cidade 5: (4, 5), (5, 6), (2, 5), (5, 3)
cidade 6: (5, 6), (6, 1), (6, 2)

Neste caso supõe-se que (i, j) = (j, i).

Construção do Cromossomo Filho:

O operador ERX pode, a partir de dois cromossomos pais, gerar um ou dois filhos.
A versão para gerar um filho é a seguinte:

Selecione a cidade inicial de um dos pais (no caso, cidade 1 ou cidade 3). A cidade
inicial é àquela associada ao menor número de arestas, conforme será justificado mais
adiante. Como no exemplo considerado houve empate, escolhe-se arbitrariamente a
cidade 1.

A cidade 1 está diretamente ligada às cidades 2, 4 e 6. A próxima cidade no cromos-
somo filho será dentre estas cidades, aquela que possui o menor número de arestas
(no exemplo, escolhe-se a cidade 4). A rota parcial será, então: 1−4− . . . ou O1 = (1
4 X X X X).
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Dentre as cidades conectadas diretamente à cidade 4, seleciona-se aquela que possui
o menor número de arestas e que ainda não esteja na rota parcial O1. Caso não
existam candidatos, a seleção da próxima aresta é feita aleatoriamente dentre as
cidades não pertencentes à rota parcial. No exemplo, os vizinhos de 4 são: 3, 5 e 1,
mas a cidade 1 já está na rota, então escolhe-se entre 3 e 5. Como a cidade 3 possui
menos arestas, ela é selecionada, obtendo:

O1 = (1 4 3 X X X)

Seguindo o mesmo procedimento, escolhe-se a cidade 2:

O1 = (1 4 3 2 X X)

A próxima cidade a ser escolhida é a 6:

O1 = (1 4 3 2 6 X)

Finalmente, a cidade 5 é incluida na rota:

O1 = (1 4 3 2 6 5)

Observe que o cromossomo filho O1 foi, neste exemplo, construído inteiramente de
arestas de um dos pais sem a necessidade de gerar arestas aleatoriamente. Isso, em
parte, se deve ao critério da escolha da próxima cidade.

Escolhendo a cidade com o menor número de arestas na lista de arestas, a tendência
é obter uma rota com arestas herdadas de um dos pais.

A idéia de iniciar com cidades com poucas arestas, deixando-se para o final as cidades
com o número maior de arestas (vizinhos), é que o risco de ter que gerar uma aresta
aleatoriamente cresce apenas no final do procedimento, devido ao maior número de
cidades já incluídas na rota parcial.

Uma variante do ERX, chamada EERX (Enhanced Edge Recombination) prioriza
as arestas comuns aos dois pais, para ser herdada pelo cromossomo filho. Para
distinguir estes casos, basta notar que se uma cidade possui duas arestas então,
necessariamente, as duas serão comuns aos dois pais. Se uma cidade possui três
arestas, uma destas arestas será comum aos dois pais e, finalmente, se uma cidade
possui quatro arestas então não existe nenhuma aresta em comum.
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4.9 Scatter Search

Scatter Search ou Busca Dispersa é um método de busca populacional que consiste em
construir soluções pela combinação de outras soluções, tendo sua origem em estratégias
originalmente propostas no contexto de programação inteira.

A Busca Dispersa é projetada para trabalhar com um conjunto de soluções, denominado
Conjunto de Referência, o qual contém boas soluções obtidas ao longo da busca preguessa.
O conceito de uma solução de boa qualidade vai além do seu valor propriamente dito da
função de avaliação e inclui critérios especiais tais como diversidade. O método gera
combinações de soluções de referência para criar novas soluções do espaço de busca.

O método é organizado para (1) capturar informações não contidas separadamente nas
soluções originais, (2) levar vantagem de métodos de solução heurística auxiliares (para
avaliar as combinações produzidas e gerar novas soluções) e (3) fazer uso de estratégias es-
pecíficas ao invés de estratégias aleatórias de busca. A Busca Dispersa envolve basicamente
cinco procedimentos:

1. Um procedimento de Diversificação, para gerar um conjunto de soluções diversifica-
das, usando uma ou mais soluções aleatórias como entrada;

2. Um procedimento de Refinamento, para transformar uma solução em uma ou mais
soluções melhoradas;

3. Um procedimento de Atualização do Conjunto de Referência, para construir e man-
ter o Conjunto de Referência, consistindo nas nbest melhores soluções encontradas
(sendo o valor de nbest tipicamente pequeno, por exemplo, não mais que 20 [21]).
Vários critérios alternativos podem ser usados para incluir ou remover soluções do
conjunto de referência.

4. Um procedimento de Geração de Subconjuntos para operar o conjunto de referência
e escolher um subconjunto de suas soluções como base para criar combinações de
soluções. O procedimento de geração de subconjuntos mais comum consiste em gerar
todos os pares de soluções de referência, isto é, todos os subconjuntos de tamanho
2;

5. Um procedimento de Combinação de Soluções para transformar um dado subcon-
junto de soluções produzidas pelo procedimento de Geração de Subconjuntos em uma
ou mais soluções combinadas. O procedimento de combinação é análogo ao operador
crossover de Algoritmos Genéticos, embora ele seja capaz de combinar mais do que
duas soluções.

O procedimento da Figura 20, que descreve o método, inicia com a criação de um con-
junto de referência (RefSet). O procedimento de Diversificação é usado para construir um
conjunto P de soluções diversificadas. A cardinalidade de P, PSize, é tipicamente 10 vezes
o tamanho de RefSet [21]. Inicialmente, o conjunto de referência RefSet consiste de bbest
soluções distintas e bastante diversas retiradas de P. As soluções em RefSet são ordenadas
de acordo com sua qualidade, sendo a melhor colocada na primeira posição da lista. A
busca é então iniciada atribuindo-se o valor TRUE à variável booleana NewSolutions. No
passo 3, NewSubsets é construído e NewSolutions é trocado para FALSE. Por propósitos
ilustrativos, consideramos subconjuntos de tamanho 2. Assim, a cardinalidade de New-
Subsets correspondente ao conjunto de referência original é dado (nbest2 − nbest)/2, que
computa todos os pares de soluções em RefSet. Os pares em NewSubsets são selecionados
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procedimento ScatterSearch
1 P ← ∅;

Use o procedimento Diversificação para construir uma solução x;
Se x 6∈ P então adicione x a P , isto é, P ← P ∪ {x}; caso contrário, descarte x;
Repita este procedimento até que |P | = PSize;
Construa RefSet = {x1, · · · , xnbest}, com nbest soluções diversificadas em P ;

2 Avalie as soluções em RefSet e ordene-as de acordo com a função de avaliação;
(Considere x1 a melhor solução e xnbest a pior)
NewSolutions ← TRUE;
enquanto (NewSolutions) faça

3 Gere NewSubsets, consistindo de todos os pares de soluções em RefSet
que inclua pelo menos uma nova solução;
NewSolutions ← FALSE;
enquanto (NewSubset 6= ∅) faça

4 Selecione o próximo subconjunto s em NewSubsets;
5 Aplique Combinação de Soluções a s para obter uma ou mais soluções x;

se (x 6∈ RefSet e f(x) < f(xnbest) então
6 xnbest ← x e reordene RefSet ;
7 NewSolutions ← TRUE;

fim-se
8 Remova s de NewSubsets;

fim-enquanto;
fim-enquanto;

fim ScatterSearch;

Figura 20: Algoritmo Scatter Search

um por vez em ordem lexicográfica e o procedimento de Combinação de Soluções é apli-
cado para gerar uma ou mais soluções no passo 5. Se uma nova solução criada melhora
a pior solução do conjunto de referência RefSet corrente, então ela a substitui e RefSet é
reordenado no passo 6. O flag NewSolutions é alterado para TRUE e o subconjunto s que
foi combinado é removido de NewSubsets nos passos 7 e 8, respectivamente.

4.10 Colônia de Formigas

A metaheurística Otimização por Colônia de Formigas, ou simplesmente Colônia de Formi-
gas (Ant Colony Optimization Metaheuristic - ACO), tem sua origem na tese de doutorado
de Marco Dorigo [8], publicada mais tarde em [9].

O método simula o comportamento de um conjunto de agentes (formigas) que se co-
operam para resolver um problema de otimização. A cooperação entre as formigas se dá
por meio do feromônio depositado por cada formiga ao se deslocar no espaço de busca,
permitindo que esse rastro possa ser usado como informação por outras formigas.

De acordo com [10], informalmente, o comportamento das formigas em um algoritmo
ACO pode ser resumido como segue. Uma colônia de formigas move de forma concorrente e
assíncrona construindo caminhos no espaço de busca. Elas movem aplicando uma política
de decisão local estocástica, que faz uso das trilhas de feromônio e informações heurísticas.
Ao se moverem, as formigas constroem novas soluções para o problema de otimização.
Construída uma solução, ou durante a construção de uma solução, a formiga avalia a
solução (parcial ou completa) e deposita uma trilha de feromônio apenas nas componentes
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ou conexões usadas durante o caminho. Esta informação de feromônio é usada para
direcionar a busca das outras formigas.

Além das atividades das formigas, um algoritmo ACO inclui dois procedimentos adici-
onais: evaporação da trilha de feromônio e ações daemon, sendo esta última componente
opcional. A evaporação de feromônio é o processo pelo qual o feromônio depositado pelas
formigas decresce ao longo do tempo. Do ponto de vista prático, a evaporação de fero-
mônio é necessária para evitar uma convergência prematura do algoritmo em uma região
subótima. Este procedimento implementa uma forma útil de esquecimento, favorecendo a
exploração de novas regiões do espaço de busca. As ações daemon podem ser usadas para
implementar ações centralizadas, as quais não seriam realizadas pelas formigas tomadas
isoladamente. Como exemplos destas ações podemos citar a ativação de um procedimento
de busca local ou uma coleção de informações globais que podem ser usadas para decidir
se é útil ou não depositar feromônio adicional para guiar a busca sob uma perspectiva não
local. Como um exemplo prático, o daemon pode observar o caminho encontrado por cada
formiga da colônia e escolher para depositar uma quantidade extra de feromônio apenas
nas componentes usadas pela formiga que construiu a melhor solução. Atualizações de
feromônio realizadas por daemon são chamadas atualizações de feromônio off-line.

Apresenta-se, pela Figura 21, uma implementação básica da metaheurística Colônia
de Formigas aplicada ao Problema do Caixeiro Viajante. Nesta implementação, m é a
quantidade de formigas, Q é a quantidade de feromônio depositada por uma formiga após
concluir uma rota, Γ0 é a quantidade inicial de feromônio em cada arco, dij é a distância
entre as cidades i e j, Γij é a quantidade de feromônio em cada arco (i, j), ∆Γk

ij é a
quantidade de feromônio depositada por cada formiga k em cada arco (i, j), ρ é a taxa
de evaporação de feromônio e ∆Γ é a quantidade de feromônio depositada por todas as
formigas no arco (i, j).

Para a obtenção de uma rota para uma formiga (passo 3(b) da Figura 21), o algoritmo
pressupõe que a formiga lembra-se das cidades já visitadas. Estando na cidade i, a formiga
k escolhe a cidade j dentre as ainda não visitadas, com um probabilidade dada pela
expressão (46):

pk
ij =

[Γij ]α × [ηij ]β∑
l∈ℵk

i

[Γil]α × [ηil]β
∀j ∈ ℵk

i (46)

em que ℵk
i representa o conjunto de cidades ainda não visitada pela formiga k, ηij = 1/dij é

uma informação heurística disponível a priori e α e β são dois parâmetros que determinam
a influência relativa da trilha de feromônio e da informação heurística, respectivamente.
Se α = 0 então a probabilidade de seleção é proporcional à [ηij ]β e as cidades mais
próximas têm maiores chances de serem escolhidas. Neste caso, o algoritmo comporta-se
como um método guloso estocástico (diz-se estocástico porque as formigas são inicialmente
aleatoriamente distribuidas entre o conjunto de cidades e, assim, há múltiplos pontos de
partida). Se β = 0, então somente a utilização de feromônio tem influência, induzindo a
uma estagnação rápida da busca, isto é, todas as formigas seguindo o mesmo caminho e
construindo as mesmas soluções.

Observe, no passo 3(e) da Figura 21, que a quantidade de feromônio depositada em cada
arco (i, j) visitado por uma formiga é proporcional ao comprimento do arco, uma vez que
a quantidade unitária de feromônio (Q/Lk) depositada pela formiga k é multiplicada pelo
comprimento dij do arco. Assume-se, também, ao contrário do caso real, que a formiga só
deposita o feromonio após concluir a rota e não durante o percurso. Nas implementações
apresentadas em [10], considera-se apenas ∆Γk

ij ← 1/Lk, desprezando-se o comprimento



Inteligência Computacional para Otimização 45

procedimento ColoniaFormigas
1 Seja Q e Γ0 constantes;

f(s∗) ←∞;
2 Faça ∆Γij ← 0 e Γij ← Γ0 para todo arco (i, j);
3 Para (cada formiga k = 1, · · · ,m) faça

(a) Selecione a cidade inicial para a k-ésima formiga
(b)Obtenha uma rota Rk para cada formiga k
(c) Seja Lk o comprimento da rota Rk

(d) se ( Lk < f(s∗) ) então s∗ ← Rk

(e) Calcule a quantidade de rastro deixado pela formiga k:
se (arco (i, j) pertence à rota Rk)

então ∆Γk
ij ← dij ×Q/Lk

senão ∆Γk
ij ← 0

fim-se
(f) Faça ∆Γij ← ∆Γij + ∆Γk

ij

4 fim-para;
5 Faça Γij ← (1− ρ)× Γij + ∆Γij ∀ (i, j)
6 se (a melhor rota s∗ não foi alterada nas últimas IterMax iterações)
7 então PARE : s∗ é a melhor solução
8 senão Retorne ao Passo 3
9 fim-se
fim ColoniaFormigas;

Figura 21: Algoritmo Colônia de Formigas

de cada arco e a quantidade Q de feromônio depositada por cada formiga após concluir
uma rota.

Uma extensão interessante do algoritmo ACO apresentado na Figura 21 é substituir o
passo 5 pela expressão (47):

Γij ← (1− ρ)× Γij + ρ×∆Γbest
ij ∀ (i, j) (47)

em que ∆Γbest
ij representa a trilha de feromônio deixada pela formiga que produziu a melhor

solução (pode ser tanto a melhor solução de uma iteração envolvendo m formigas ou a
melhor solução global). A atualização da trilha de feromônio é feita, neste caso, usando
uma forte estratégia elitista, pois somente o feromônio da formiga que produziu a melhor
solução é usado para proceder à atualização da trilha de feromônio em todos os arcos.

Uma outra estratégia elitista consiste em ordenar os comprimentos das rotas geradas
pelas m formigas em cada iteração e considerar que apenas as formigas associadas às w−1
melhores rotas (w < m) e à melhor rota global podem depositar feromônio. A r-ésima
melhor formiga da colônia contribui com a atualização de feromônio com um peso dado
por max{0, w−r} enquanto a formiga que produziu a melhor solução global contribui com
um peso w. Nesta situação, o passo 5 da Figura 21 é substituído pela expressão (48):

Γij ← (1− ρ)× Γij +
w−1∑
r=1

(
(w − r)×∆Γr

ij

)
+ w ×∆Γgb

ij ∀ (i, j) (48)

em que ∆Γgb
ij indica a trilha de feromônio deixada pela formiga que produziu a melhor

solução global até então.
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4.11 Algoritmos Meméticos
A metaheurística Algoritmos Meméticos (Memetic Algorithms) foi proposta por ...

Basicamente, o método é uma variação de Algoritmos Genéticos, consistindo no refi-
namento dos indivíduos antes de se submeterem às operações de recombinação e mutação.

4.12 Annealing Microcanônico
Trata-se de uma variante do algoritmo Simulated Annealing, proposta em [1]. Diferente-
mente de SA, que baseia-se na simulação dos estados de um sistema físico a temperatura
constante, o algoritmo Annealing Microcanônico simula a variação dos estados a energia
constante. Utiliza, para esse propósito, uma versão do Algoritmo de Creutz [5, 32], o qual
introduz uma variável, chamada de demônio, para modelar as flutuações de energia.

A partir de uma solução inicial arbitrária s, geram-se novas soluções de forma que
E + D = constante, sendo D a energia do demônio (0 ≤ D ≤ Dmax) e E a energia do
sistema (f(s)). O procedimento principal consiste em um loop que gera, randomicamente,
em cada iteração, um único vizinho s′ da solução corrente.

Chamando de ∆ a variação de energia ao mover-se de s para s′, o método aceita o
movimento, e a solução vizinha s′ passa a ser a nova solução corrente, se ∆ ≤ 0, com a
condição de que D − ∆ ≤ Dmax, isto é, que a energia liberada não supere a capacidade
do demônio. Caso ∆ > 0 a solução vizinha s′ também pode ser aceita, desde que ∆ < D,
isto é, que a energia necessária possa ser suprida pelo demônio. Em ambos os casos, se
houver aceitação, o demônio D recebe (ou libera, respectivamente) a variação de energia
envolvida ao mover-se de s para s′, isto é, D ← D − ∆. Desta forma, a energia total,
E + D, permanece constante.

O demônio assume, inicialmente, um valor Dmax. Após um certo número de iterações
(o qual representa o número de iterações necessárias para o sistema atingir o equilíbrio
térmico numa dada configuração de energia), esse valor é gradativamente diminuído até
anular-se.

A vantagem de se usar o algoritmo AM é que pode-se estabelecer, com precisão, se
o equilíbrio térmico foi atingido [45]. Da física estatística sabe-se que o valor médio do
demônio é igual à temperatura (D̄ = T ) e no equilíbrio térmico tem-se D̄/σ(D) = 1, onde
σ(D) é o desvio-padrão dos valores do demônio. Entretanto, sob o ponto de vista prático,
é custoso avaliar computacionalmente se tal equilíbrio foi atingido. Assim, ao invés de
avaliá-lo durante o progresso da pesquisa, prefixa-se um número máximo de iterações em
um dado nível de energia, o qual passa a ser um parâmetro de controle do método.

Os parâmetros de controle do procedimento são, pois, a taxa α de diminuição da
capacidade do demônio, o número de iterações em um dado nível de energia (AMmax), o
valor Di do demônio no início de cada fase e a capacidade inicial do demônio Dmax.

Apresentamos, pela Figura 22, o pseudocódigo de um algoritmo Annealing Microcanô-
nico básico.
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procedimento AM(f(.), N(.), AMmax, α, Di, Dmax, s)
1 s? ← s; {Melhor solução obtida até então}
2 enquanto (Dmax > 0) faça
3 D ← Di;
4 para (IterE = 1, 2, . . . , AMmax) faça
5 Gere um vizinho qualquer s′ ∈ N(s);
6 ∆ = f(s′)− f(s);
7 se (∆ ≤ 0)
8 então
9 se (D −∆ ≤ Dmax) então
10 s ← s′;
11 D ← D −∆;
12 se (f(s′) < f(s?)) então s? ← s′;
13 fim-se;
14 senão
15 se (D −∆ ≥ 0) então
16 s ← s′;
17 D ← D −∆;
18 fim-se;
19 fim-se;
20 fim-para;
21 Dmax ← α×Dmax;
22 fim-enquanto;
23 s ← s?;
24 Retorne s;
fim AM ;

Figura 22: Algoritmo Annealing Microcanônico

4.13 Otimização Microcanônica

Trata-se de uma alternativa ao Annealing Microcanônico, proposta originalmente em [46].
Referenciamos a [46, 32, 45] para uma descrição mais detalhada do método.

O algoritmo de Otimização Microcanônica (OM), descrito pela Figura 23, consiste de
dois procedimentos, os quais são aplicados alternadamente: inicialização e amostragem.

Na fase de inicialização, OM realiza somente movimentos de melhora, guiando a uma
configuração de mínimo local. Para tentar escapar desta configuração, executa-se a amos-
tragem, fase na qual um grau extra de liberdade (denominada demônio) produz pequenas
perturbações na solução corrente. Em cada iteração desta fase, movimentos randômicos
são propostos, sendo aceitos apenas aqueles nos quais o demônio é capaz de absorver ou
liberar a diferença de custo envolvida. Após a fase de amostragem, uma nova inicialização
é realizada e o algoritmo assim prossegue, alternando entre as duas fases, até que uma
condição de parada seja satisfeita.

O demônio é definido por dois parâmetros: sua capacidade Dmax e seu valor inicial
Di. A fase de amostragem gera uma sequência de estados cuja energia é conservada,
exceto para pequenas flutuações, as quais são modeladas pelo demônio. Chamando de
Ei a energia (custo) da solução obtida na fase de inicialização, de D e E a energia do
demônio e da solução, respectivamente, em um dado instante da fase de amostragem,
tem-se E + D = Ei + Di = constante. Portanto, esta fase gera soluções no intervalo
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procedimento OM(f(.), N(.), OMmax, s)
1 s? ← s; {Melhor solução obtida até então}
2 Iter ← 0; {Número de iterações}
3 MelhorIter ← 0; {Iteração mais recente que forneceu s?}
4 enquanto (Iter −MelhorIter < OMmax) faça
5 Iter ← Iter + 1;
6 InicializacaoOM(f(.), N(.), Imax, s);
7 se (f(s) < f(s∗)) então
8 s? ← s;
9 MelhorIter ← Iter;
10 fim-se;
11 AmostragemOM(f(.), N(.), Di, Dmax, Amax, s);
12 fim-enquanto;
13 s ← s?;
14 Retorne s;
fim OM ;

Figura 23: Algoritmo de Otimização Microcanônica

[Ei −Dmax + Di, Ei + Di].
Os parâmetros principais de controle do algoritmo OM são o número máximo OMmax

de iterações consecutivas sem melhora em OM, o número máximo de iterações consecutivas
sem melhora na fase de inicialização Imax, o número máximo de iterações de amostragem
Amax, o valor inicial Di do demônio e a sua capacidade máxima Dmax.

Apresentamos, pelas figuras 24 e 25, os pseudocódigos das fases de inicialização e
amostragem, respectivamente, de um algoritmo de Otimização Microcanônica básico.
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procedimento InicializacaoOM(f(.), N(.), Imax, s)
1 s? ← s; {Melhor solução obtida até então}
2 Iter ← 0; {Número de iterações}
3 MelhorIter ← 0; {Iteração mais recente que forneceu s?}
4 enquanto (Iter −MelhorIter < Imax) faça
5 Iter ← Iter + 1;
6 Gere um vizinho qualquer s′ ∈ N(s);
7 ∆ = f(s′)− f(s);
8 se (∆ < 0)
9 então
10 s ← s′;
11 se (f(s′) < f(s∗)) então
12 s? ← s′;
13 MelhorIter ← Iter;
14 fim-se;
15 senão Ponha ∆ na lista dos movs rejeitados;
16 fim-se;
17 fim-enquanto;
18 s ← s?;
19 Retorne s;
fim InicializacaoOM ;

Figura 24: Fase de inicialização do algoritmo de Otimização Microcanônica

procedimento AmostragemOM(f(.), N(.), Di, Dmax, Amax, s)
1 Seja s solução advinda da fase de inicialização;
2 Escolha Dmax e DI da lista de movimentos rejeitados;
3 D ← Di; {Valor corrente do demônio}
4 para (Iter = 1, 2, . . . , Amax) faça
5 Gere um vizinho qualquer s′ ∈ N(s);
6 ∆ = f(s′)− f(s);
7 se (∆ ≤ 0)
8 então
9 se (D −∆ ≤ Dmax) então
10 s ← s′;
11 D ← D −∆;
12 fim-se;
13 senão
14 se (D −∆ ≥ 0) então
15 s ← s′;
16 D ← D −∆;
17 fim-se;
18 fim-se;
19 fim-para;
20 Retorne s;
fim AmostragemOM ;

Figura 25: Fase de amostragem do algoritmo de Otimização Microcanônica
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5 Técnicas especiais de intensificação e diversificação

5.1 Reconexação por Caminhos

A técnica Reconexão por Caminhos ou Religação de Caminhos, conhecida na literatura
inglesa como Path Relinking, foi proposta por [17] como uma estratégia de intensificação
para explorar trajetórias que conectavam soluções elite obtida pelo método Busca Tabu
ou Scatter Search [20].

Esta busca por soluções de melhor qualidade consiste em gerar e explorar caminhos no
espaço de soluções partindo de uma ou mais soluções elite e levando a outras soluções elite.
Para tal finalidade, são selecionados movimentos que introduzem atributos das soluções
guia na solução corrente. Desse modo, a Reconexão por Caminhos pode ser vista como
uma estratégia que objetiva incorporar atributos de soluções de boa qualidade, favorecendo
a seleção de movimentos que as contenham.

A Reconexão por Caminhos pode ser aplicada segundo duas estratégias básicas [42]:

• Reconexão por Caminhos aplicada como uma estratégia de pós-otimização entre
todos os pares de soluções elite;

• Reconexão por Caminhos aplicada como uma estratégia de intensificação a cada
ótimo local obtido após a fase de busca local.

A aplicação da técnica de Reconexão por Caminhos como um procedimento de inten-
sificação a cada ótimo local é mais eficaz do que empregá-la como um procedimento de
pós-otimização [42]. Neste caso, a Reconexão por Caminhos é aplicada a pares (s1, s2)
de soluções, onde s1 é a solução corrente obtida após o procedimento de busca local e
s2 é uma solução selecionada aleatoriamente de um conjunto formado por um número
limitado, TamConjElite, de soluções elite encontradas durante a exploração do espaço
de soluções. Este conjunto está, inicialmente, vazio. Cada solução obtida ao final de uma
busca local é considerada como uma candidata a ser inserida no conjunto elite, desde que
ela seja melhor que a solução de pior qualidade desse conjunto e apresente um percentual
mínimo de diferença em relação a cada solução do conjunto elite (PercDif). Se o conjunto
estiver vazio, a solução é simplesmente inserida no conjunto. Se o conjunto elite já possui
TamConjElite soluções e a solução corrente é candidata a ser inserida neste conjunto,
então esta substitui a solução de pior qualidade.

O algoritmo inicia computando a diferença simétrica ∆(s1, s2) entre s1 e s2, resultando
no conjunto de movimentos que deve ser aplicado a uma delas, dita solução inicial, para
alcançar a outra, dita solução guia. A partir da solução inicial, o melhor movimento
ainda não executado de ∆(s1, s2) é aplicado à solução corrente até que a solução guia
seja atingida. A melhor solução encontrada ao longo desta trajetória é considerada como
candidata à inserção no conjunto elite e a melhor solução já encontrada é atualizada.
Diversas alternativas têm sido consideradas e combinadas em implementações recentes
[42]:

• Não aplicar Reconexão por Caminhos a cada iteração, mas sim periodicamente, para
não onerar o tempo final do algoritmo;

• Explorar duas trajetórias potencialmente diferentes, usando s1 como solução inicial
e depois s2 no mesmo papel;

• Explorar apenas uma trajetória, usando s1 ou s2 como solução inicial e
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• Não percorrer a trajetória completa de s1 até s2, mas sim apenas parte dela (Reco-
nexão por Caminhos Truncada).

Para a escolha da alternativa mais apropriada, deve-se ter um compromisso entre
tempo de processamento e qualidade da solução. Em [40] foi observado que a exploração
de duas trajetórias potencialmente diferentes para cada par (s1, s2) de soluções consome,
aproximadamente, o dobro do tempo de processamento necessário para explorar apenas
uma delas, com um ganho marginal muito pequeno em termos de qualidade de solução.
Também foi observado pelos autores que, se apenas uma trajetória deve ser investigada,
melhores soluções tendem a ser obtidas quando a Reconexão por Caminhos usa como
solução inicial a melhor solução dentre s1 e s2 (Esta é a chamada Reconexão por Caminhos
Regressiva - Backward Path Relinking). Como a vizinhança da solução inicial é explorada
com muito mais profundidade do que aquela da solução guia, usar como solução inicial a
melhor dentre s1 e s2 oferece mais chances ao algoritmo de investigar mais detalhadamente
a vizinhança da solução mais promissora. Pela mesma razão, as melhores soluções são
normalmente encontradas próximas da solução inicial, permitindo que o procedimento de
Reconexão por Caminhos seja interrompido após algumas iterações, antes de a solução
guia ser alcançada.

Na Figura 26 representa-se o pseudocódigo do procedimento de reconexão por caminhos
para um problema de minimização.

Procedimento Reconexão-Caminhos
1: ḡ ← s;
2: Atribuir a g′ a melhor solução entre s e g;
3: Calcular o conjunto de movimentos possíveis ∆(s, g);
4: enquanto |∆(s, g)| 6= 0 faça
5: Atribuir a g′′ a melhor solução obtida aplicando o melhor movimento de ∆(s, g) a

ḡ;
6: Excluir de ∆(s, g) este movimento;
7: ḡ ← g′′;
8: se f(ḡ) < f(g′) então
9: g′ ← ḡ;

10: fim se
11: fim enquanto
12: Retorne g′;

Figura 26: Procedimento de Reconexão por Caminhos

A Figura 26 mostra que o algoritmo de Reconexão por Caminhos unidirecional inicia
determinando o conjunto de movimentos ∆(s, g) que será aplicado a s (solução inicial)
até chegar a g (solução guia) (linha 3). Cada iteração do procedimento de reconexão por
caminhos unidirecional possui os quatro seguintes passos:

• aplicar à solução corrente ḡ o melhor movimento do conjunto de movimentos (linha
5), obtendo a solução g′′;

• excluir o melhor movimento do conjunto de movimentos ainda possível (linha 6);

• atualizar a solução corrente (linha 7); e

• testar se a solução corrente, ḡ, é melhor que a melhor solução, g′, encontrada ao
longo da trajetória aplicada a s para chegar a g. Em caso afirmativo, atribui-se ḡ
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a g′ (linha 9). No início do método de reconexão por caminhos, atribui-se a g′ a
melhor solução dentre s e g (linha 2).

Quando a solução corrente chega a g, o algoritmo de Reconexão por Caminhos pára
(linha 4 da Figura 26) e retorna a solução g′ (linha 12).

A Figura 27 ilustra o funcionamento da Reconexão por Caminhos em um problema de
programação de tripulações (Crew Scheduling Problem). Nesta figura representa-se uma
solução por uma matriz cujos elementos (1, . . . , 9) são tarefas a serem alocadas a jornadas
de trabalho. Cada linha da matriz constitue uma jornada de trabalho.

Figura 27: Mecanismo de intensificação Reconexão por Caminhos aplicado ao PPT

Para computar a diferença ∆(s1, s2) entre as soluções inicial e guia, é verificado se cada
jornada da solução guia está na solução inicial. Para tornar este passo mais otimizado,
pode-se utilizar o seguinte esquema de comparação entre jornadas:

1. Compara-se, inicialmente, a função de avaliação de cada jornada envolvida. Se forem
diferentes, conclui-se que as jornadas são diferentes. Caso contrário, passa-se para o
passo seguinte;

2. Compara-se o número de tarefas de cada jornada envolvida. Se forem diferentes,
conclui-se que as jornadas são diferentes. Caso contrário, analisa-se o passo seguinte;

3. Compara-se tarefa por tarefa de cada jornada envolvida. Se houver alguma tarefa
diferente, conclui-se que as jornadas são diferentes; caso contrário, as jornadas são
iguais.

Após ser computada a diferença entre as soluções inicial e guia, incorpora-se na solução
inicial cada jornada presente na diferença. A seguir é fixada a jornada adicionada e feita
a consistência da solução, eliminando-se as tarefas redundantes, confome ilustrado na
Figura 27(a). Cada solução intermediária é então submetida a uma busca local mantendo-
se fixa a jornada adicionada. O procedimento Reconexão por Caminhos prossegue com a
melhor solução intermediária (Figura 27(b)). Como a solução intermediária desse exemplo
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incorporou a segunda jornada da solução guia, então são analisadas a incorporação à
solução corrente da primeira e terceira jornadas da solução guia. Retirada a redundância
das soluções e aplicada a busca local (mantendo-se fixas as jornadas incorporadas), o
procedimento pára com a melhor das soluções intermediárias encontradas.

Apresenta-se na Figura 28 o pseudocódigo dos principais blocos de um algoritmo Busca
Tabu com intensificação por Reconexão por Caminhos para um problema de minimização.

Algoritmo BTRC
1: Entrada: f(.), N(.), A(.), |V |, fmin, |T |, BTmax, s, IterAtivRC, IteracoesRC
2: s∗ ← s;
3: Iter ← 0;
4: MelhorIter ← 0;
5: T ← ®;
6: ConjuntoElite ← ®;
7: IterSemMelhora ← 0;
8: Inicialize a função de aspiração A;
9: enquanto Critério de parada não satisfeito faça

10: Iter ← Iter + 1;
11: Seja s′ ← s⊕m tal que o movimento m não seja tabu (m /∈ T ) ou f(s′) < A(f(s));
12: Atualize a lista tabu;
13: s ← s′;
14: se s deve pertencer ao conjunto de soluções elite então
15: Inserir s no ConjuntoElite;
16: fim se
17: se (IterSemMelhora mod IterAtivRC < IteracoesRC) e (Iter ≥ IterAtivRC) então
18: Escolher aleatoriamente g ∈ ConjuntoElite com probabilidade uniforme;
19: Atribuir a g′ a melhor solução obtida aplicando reconexão por caminhos ao par (s, g);
20: s ← g′;
21: fim se
22: se g′ deve pertencer ao conjunto de soluções elite então
23: Inserir g′ no ConjuntoElite;
24: fim se
25: se f(s) < f(s∗) então
26: s∗ ← s;
27: MelhorIter ← Iter;
28: IterSemMelhora ← 0;
29: senão
30: IterSemMelhora ← IterSemMelhora + 1;
31: fim se
32: Atualize a função de aspiração A;
33: fim enquanto
34: s ← s∗;
35: Retorne s;

Figura 28: Algoritmo Busca Tabu com Reconexão por Caminhos

Na Figura 28, IterAtivRC é um parâmetro que representa o número de iterações sem
melhora da Busca Tabu a partir do qual deve-se acionar o procedimento Reconexão por
Caminhos e IteracoesRC indica quantas vezes o procedimento RC será acionado.
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5.2 Princípio da Otimalidade Próxima

Pelo Princípio da Otimalidade Próxima (Proximate Optimality Principle), boas soluções
em um nível estão próximas de boas soluções em um nível adjacente [20].

Uma implementação deste princípio no contexto de uma heurística construtiva consiste
em durante o processo de construção periodicamente refinar a solução parcial.

Por exemplo, considerando o Problema do Caixeiro Viajante, imagine que uma solução
parcial envolvendo 6 cidades seja s = (1 3 4 5). Então, antes de prosseguir com a escolha
das duas cidades ainda não visitadas, a saber, as cidades 2 e 6, esta solução parcial deve ser
refinada por um método qualquer, por exemplo, o método da descida. Assim, a construção
só prossegue após o refinamento, que, no caso, pode alterar a ordem de visita das cidades.
Inserida a próxima cidade, é feito outro refinamento e assim sucessivamente.

5.3 Relaxação Adaptativa

A Relaxação Adaptativa (também conhecida como Oscilação Estratégica) está intima-
mente ligada às origens da Busca Tabu [20]. Esta técnica provê um meio de se alcançar
uma combinação entre intensificação e diversificação. Ela consiste em orientar movimen-
tos em relação a um nível crítico, que pode ser identificado por um estágio de construção
ou um intervalo escolhido de valores para uma função. Tal nível crítico (ou fronteira de
oscilação) freqüentemente representa um ponto onde o método normalmente seria inter-
rompido. Em vez de parar quando esta fronteira é alcançada, as regras para selecionar
movimentos são modificadas para permitir que a região definida pelo nível crítico seja atra-
vessada. Esta abordagem então continua até uma dada profundidade além da fronteira de
oscilação. Encontrado este limite, retorna-se na direção oposta, e assim por diante.

A Figura 29 ilustra o comportamento deste procedimento.

Figura 29: Oscilação Estratégica

O processo de repetidamente abordar e atravessar o nível crítico a partir de diferentes
direções cria um comportamento oscilatório, o qual dá o nome ao método. O controle sobre
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esse comportamento é estabelecido por meio da geração de avaliações e regras modificadas
para os movimentos, dependendo da região navegada e da direção da busca. A possibili-
dade de percorrer uma trajetória já visitada é evitada por mecanismos tabu padrões, tais
como aqueles estabelecidos pelas funções da memória de curto prazo.

Em [43] apresenta-se um mecanismo de relaxação adaptativa onde os pesos, para cada
fonte de inviabilidade da função de avaliação, são ajustados dinamicamente como proposto
por [13]. Para cada fonte de inviabilidade i o peso wi é multiplicado por um fator αi que
varia de acordo com o seguinte esquema:

1. No início da busca αi ← 1.

2. A cada k movimentos:

• se todas as k soluções visitadas são factíveis em relação à inviabilidade i então
αi ← αi/γ;

• se todas as k soluções visitadas são infactíveis em relação à inviabilidade i então
αi ← αi × γ;

• se algumas soluções são factíveis e algumas outras são infactíveis então αi per-
manece inalterado.

O parâmetro γ neste esquema é randomicamente selecionado, a cada vez, no intervalo
[1, 8; 2, 2]. Em [13], γ é deterministicamente fixado no valor 2. Em [43] optou-se por
randomizar tal valor para evitar que escolhas determinísticas pudessem guiar a busca.

Cada valor de αi é limitado por duas constantes αi,min e αi,max. Isso implica que
se αi assumir um valor superior a αi,max, então ele recebe o valor αi,max. De maneira
semelhante, se αi assumir um valor inferior a αi,min, ele recebe o valor αi,min. A limitação
do valor de αi tem como objetivo não perder o referencial de avaliação das soluções, fato
que ocorreria após uma longa seqüência de soluções infactíveis ou factíveis, em decorrência
de valores muito altos ou muito baixos, respectivamente, para esse parâmetro.

Na Figura 30 é apresentado o pseudocódigo de um algoritmo Busca Tabu que faz
uso de um procedimento de Relaxação Adaptativa. O método de Busca Tabu implemen-
tado interrompe a busca do melhor vizinho da solução corrente em duas situações: (1)
quando o vizinho gerado é melhor que a melhor solução gerada até então (linha 11) e (2)
quando um vizinho não tabu é melhor que a solução corrente (linha 15). Nesta figura,
IteracaoAtualizacao() indica quando os pesos dinâmicos devem ser atualizados.
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Algoritmo BTRA
1: s ← GerarSolucaoInicial();
2: s∗ ← s;
3: ListaTabu ← ∅;
4: repita
5: Selecione um subconjunto V da vizinhança corrente N ;
6: melhorMovimento ← movimentoRandomico(V );
7: melhorCustoDinamico ←∞;
8: para todo Movimento m ∈ V faça
9: se ( f(s⊕m) < f(s∗) ) então

10: melhorMovimento ← m;
11: interromper;
12: senão
13: se (m /∈ ListaTabu) então
14: se ( f(s⊕m) < f(s) ) então
15: melhorMovimento ← m;
16: interromper;
17: senão
18: se (CustoPorPesosDinamicos(s⊕m) < melhorCustoDinamico) então
19: melhorMovimento ← m;
20: melhorCustoDinamico ← CustoPorPesosDinamicos(s⊕m);
21: fim se
22: fim se
23: fim se
24: fim se
25: fim para
26: s ← s⊕melhorMovimento;
27: se f(s) < f(s∗) então
28: s∗ ← s;
29: fim se
30: AtualizarListaTabu();
31: se IteracaoAtualizacao() então AtualizarPesosDinamicos();
32: até que Critério de parada seja alcançado;
33: s ← s∗;
34: Retorne s;

Figura 30: Algoritmo de Busca Tabu com Relaxação Adaptativa
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