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1. Introdução


Atualmente, com o alto grau de automação na produção de dados na maioria das empresas, uma das principais dificuldades encontradas pelas mesmas é poder extrair informações úteis através destas bases de dados geradas automaticamente.


Aprendizado de máquina, um sub-campo de mineração de dados, vem justamente de encontro com esta questão. Baseado em paradigmas de representação de conhecimento em Inteligência Artificial (IA), combinado com teorias e algoritmos, extrai padrões e modelos que auxiliam na tomada de decisões.


Assim esta metodologia pode ser uma importante ferramenta em empresas, as quais  possuem uma grande quantidade de dados, geralmente produzidas automaticamente, porém de difícil acesso às informações desejadas. 


Em RICH (1993), podemos observar várias técnicas de aprendizado de máquina presentes na solução de problemas. 

Segundo Nicoletti & Santos (1996), entre os vários paradigmas existentes para o aprendizado simbólico, tratado como área de pesquisa em Inteligência artificial, o chamado aprendizado indutivo baseado em exemplos é o que tem sido mais largamente pesquisado e o que tem mais contribuído efetivamente para a implementação de sistemas simbólicos de aprendizado de máquina. A partir de um conjunto de exemplos, conjunto treinamento, vários tipos de conceitos, ou regras de classificação, podem ser aprendidos.

Entre as várias aplicações destes aprendizados, podemos destacar sua importância entre outros ao diagnóstico de doenças, previsão de recorrência de tumores, estimativa de sobrevida de pacientes, previsão meteorológica, predição de novos compostos químicos, etc.

Assim o objetivo principal deste trabalho será fornecer uma visão geral sobre técnicas de indução, abordando especificamente a indução lógica de conjunções e disjunções. Desta forma, através dos algoritmos abordados sobre o assunto  em LANGLEY (1996), tentamos fornecer ao leitor a essência dessas técnicas. Inicialmente apresentamos na seção 2 a indução lógica de conjunções e posteriormente a indução de disjunções lógicas, seção 3. Ao final, realizamos algumas considerações e conclusões a respeito dos algoritmos apresentas nas seções anteriores.

2. Indução de Conjunções Lógicas

2.1. Representação e uso de conjunções lógicas


Os algoritmos abordados nesta seção, segundo LANGLEY(1996), são projetados para encontrar a partir de um conjunto de dados de treinamento, ou seja, um conjunto de exemplos, vários tipos de conceitos ou regras de classificação. Esta descrição conjuntiva será de tal forma que todas as instâncias positivas do conjunto de treinamento serão cobertos por esta descrição, e nenhuma das instâncias negativas serão cobertas pela mesma. Elas poderão representar características Booleanas, valores de atributos nominais, valores de atributos numéricos, ou uma combinação dos mesmos. Nós iremos nos referir para cada componente da conjunção como uma condição.


Então a descrição (D) resultante a partir destes algoritmos, poderão ser utilizados para classificar  novas instâncias, através de uma relação de casamento de D com a descrição da instância. Novamente, se a instância casa com todas as condições na descrição do conceito D, ela é nomeada como uma instância positiva; caso contrário é nomeada como negativa.


Considere um exemplo envolvendo um domínio com três atributos para a descrição da aparência de uma célula - o número de caudas (uma ou duas), a cor do corpo da célula (escura ou clara), e o número de núcleos (um ou dois). A Figura 1 mostra uma célula de um paciente doente (uma instância positiva do conceito), e duas células de pacientes saudáveis (instâncias negativas). Por exemplo, o caso positivo tem dois núcleos, duas caudas e cor escura, enquanto que o primeiro caso negativo tem um núcleo, duas caudas, e cor clara.
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A Figura 2, descreve graficamente três conjunções que, quando combinado com uma lógica de casamento, são consistentes com as instâncias da Figura 1. Por exemplo, a célula esquerda da Figura 2, a qual não possui núcleo, corresponde a conjunção duas caudas ^ cor escura. Similarmente, a célula central, a que não possuiu coloração, especifica a conjunção dois núcleos ^ duas caudas. A descrição da direita, que inclui todos os três atributos, indica a conjunção mais específica, dois núcleos ^  duas caudas ^ cor escura.


Nesse exemplo, podemos perceber claramente que as três conjunções cobrem todas as instâncias positivas e nenhuma instância negativa, mas que ao mesmo tempo fazem diferentes predições para casos não vistos. Por exemplo, a segunda e terceira conjunção classificará uma célula com um núcleo, duas caudas e cor escura como negativa, enquanto que a primeira conjunção classificará como positiva. Assim, em um dado isolado, não há razão para preferir qualquer umas das descrições sobre as outras.


Outro fato a ser levado em conta, a terceira descrição, apresentada na Figura 2, é mais especifica que as outras duas. Assim quando nos referimos no texto a especialização de uma descrição, entendemos como a adição de uma condição de todas as possíveis na descrição atual.


Da mesma forma ao nos referirmos a generalização, entendemos como a remoção de uma das condições na hipótese a ser generalizada.

2.2 - A tarefa de induzir conjunções lógicas


Agora que temos descrito a representação e o uso de conjunções lógicas, nós podemos formular a tarefa de suas induções através da experiência:

· Dado: Um conjunto treinamento de instâncias positivas para uma classe C;

· Dado: Um conjunto treinamento de instâncias negativas para uma classe C;

· Encontrar: Uma conjunção lógica que, na medida do possível, classifica corretamente todos os casos de teste.

Assim, o algoritmo responsável por essa tarefa, receberá como entrada um conjunto de instâncias positivas e negativas para alguma classe. Em resposta, ele deverá gerar uma descrição - estado como conjunção lógica - para utilizar na classificação de futuras instâncias.

Este aprendizado assume que  podemos descrever de fato, ou pelo menos aproximadamente, o conceito usando uma simples condição, tal como o mostrado nas Figuras 1 e 2. Isto é, assume que a linguagem para a descrição do conceito inclui todos os termos relevantes. Note que o objetivo não é encontrar uma conjunção que separe perfeitamente todos os casos positivos e negativos, mas induzir uma descrição que  classifique com certa precisão um conjunto de instâncias. Contudo, alguns métodos encontram certa dificuldade em domínios que contenham ruídos ou aqueles na qual uma conjunção apenas se  aproxima do conceito alvo.

2.3 - Algoritmos para indução de conjunções lógicas 

2.3.1 - Algoritmos EGS (Exaustivo Geral - Específico)

Este algoritmo, apresentado na Tabela 1, utiliza uma método não incremental, realizando sua busca através do espaço de descrição do conceito mais geral para o específico.


O algoritmo fornece como saída, uma descrição que deve cobrir todos as instâncias positivas e nenhuma instância negativa. Ele inicia como um conjunto geral, que cobre todas as instâncias positivas e negativas (conjunto nulo), e a medida que a recursividade do algoritmo ocorre, a descrição vai se especializando.


Tabela 1 - Algoritmo EGS

O algoritmo realiza uma busca em largura através do espaço do conceito de descrição. Para cada nível de busca (cada nível de recursão), o EGS considera todas especializações de todas descrições gerais que envolve uma condição adicional. Para um atributo nominal ainda não usado na descrição, isto envolve a geração de uma condição alternativa  para cada valor daquele atributo. Para atributos numéricos, pode-se gerar uma especialização mínima através da interação de todos os valores inteiros, finalizando ao  alcançar um inteiro que exclua uma instância positiva. Esta interação inicia com o valor do atributo mais baixo observado para os testes e com o maior valor dos testes.


Para cada especialização descrita em H, EGS analisa H, verificando se a mesma ainda cobre todas as instâncias positivas conhecidas. Caso contrário, o algoritmo retira esta descrição de suas considerações, removendo efetivamente todos os seus descendentes do espaço de hipóteses. Para cada uma das descrições H mantidas, EGS verifica se estas instâncias ainda cobrem instâncias negativas. Em caso negativo, o método adiciona H em seu conjunto de descrições consistentes. No caso contrário, EGS adiciona esta descrição no conjunto de descrições gerais para o corrente nível, onde ela será especializada novamente.
Este processo continua até o conjunto de descrições gerais tornar-se vazio. Nesse ponto, ele retorna o conjunto de descrições consistentes, como um resumo de todas as instâncias que foram fornecidas como entrada. Cada uma dessas descrições garante cobrir todas as instâncias positivas e nenhuma negativa. Além disso, EGS encontrara todo o conjunto de descrições mais gerais que são consistentes com os dados de treinamento. Outras descrições consistentes poderão existir  no espaço de descrições conjuntivas, mas elas serão pelo menos mais específicas que uma das descrições induzidas. Por isso, as conjunções lógicas geradas pelo EGS incluem apenas aqueles atributos que são necessários para discriminar entre instâncias positivas e negativas.


Na tentativa de melhor esclarecer a natureza do algoritmo, vamos considerar o exemplo apresentado na Figura 3 (a). O EGS inicia com a descrição mais geral possível, nesse caso, descrito por uma célula sem nenhuma característica (b). O próximo nível de busca, na Figura 3 (c), mostra algumas  hipóteses melhoradas sobre a descrição inicial, onde cada uma delas elimina um dos casos das duas instâncias negativas. As descrições indicam que uma célula deve ter dois núcleos, a outra especifica duas caudas, e a terceira parede celular fina. Outras especializações também podem ser feitas, mas falham ao tentar cobrir ambas instâncias positivas, e por isso foram rejeitadas.


Ao final da busca, EGS chega em duas descrições que cobrem ambas instâncias positivas e nenhuma instância negativa. Uma que especifica que a célula deve ter dois núcleos e duas caudas e outra requer da célula dois núcleos e parede celular fina. O algoritmo não consegue discriminar entre estes dois competidores com os dados disponíveis, e o conjunto de descrições gerais está vazio, assim EGS retorna ambas descrições como resultado.




Algumas das desvantagens desta técnica é sua complexidade computacional. Devido sua uma busca exaustiva em largura, ocorre um crescimento exponencial de memória, típico desses métodos.


Outro algoritmo, ESG (exhaustive specific-to-general), é uma técnica que busca a conjunção lógica mais especifica consistente com o conjunto de dados de treinamento. Este algoritmo oferece algumas vantagens computacionais em relação ao EGS. Porém são métodos não muito utilizados pela maioria dos pesquisadores, já que geram descrições mais específicas que gerais. Assim, não entraremos em detalhes sobre tal método.

Um aspecto apenas a destacar, ambos os algoritmos anteriores não respondem bem a problemas de ruídos no domínio dos dados de treinamento, tendo que nesses casos trata-los com algoritmos mais robustos para esses casos. 

2.3.2 - Algoritmo HGS (heuristic general-to-specific)

 A Tabela 2, apresenta um pseudo código para o algoritmo HGS (heuristic general-to-specific). Tal como o método anterior, este método tem como entrada conjuntos de instâncias positivas e negativas, junto com dois conjuntos de descrições, um inicializado com um conjunto vazio e o outro contendo uma simples descrição nula. Contudo, HGS interpreta estes dois últimos conjuntos de entrada, diferentes do EGS, com o primeiro (CLOSED-SET) especificando a descrição candidata, que não pode ser melhorada através de nova especialização e o segundo como (HSET), indicando quais descrições ainda podem ser melhoradas. Os dois algoritmos também diferem em alguns detalhes de seus processos de busca.


Para cada nível de busca, HGS considera todas especializações  de descrições possíveis em HSET. Em cada especialização de descrição S, HGS usa uma função de evolução para assegurar que os graus de ajuste dos S's no conjunto de dados. Se o score para S é maior do que o score de seus pais H, o algoritmo adiciona a hipótese S para um conjunto de novas descrições (OPEN-SET) que devera ser considerado novamente em uma próxima especialização. Se nenhum dos scores das especializações de H forem melhores que seus pais, então HGS adiciona H ao CLOSED-SET, já que não pode ser melhorado novamente.
Depois de considerado todas as especializações das descrições em HSET, o algoritmo verifica se há alguma que possui melhor score que seus pais. Em caso negativo, HGS retorna a descrição do pai que possui melhor score; caso contrário, continua a busca. Contudo, antes de continuar o próximo nível, o algoritmo deverá reduzir o tamanho do seu conjunto de hipóteses, selecionando o número de descrições em memória (Beam-Size), com maior score, membros do CLOSED-SET e OPEN-SET, realizando uma chamada recursiva, com o OPEN-SET  ocupando  as regras do HSET.


A descrição gerada pelo HGS não garante cobrir todas as instâncias positiva e nenhuma negativa, ou seja devido o domínio poder apenas ser aproximado por conjunções lógicas ou porque os dados contenham ruídos. 

Este é o preço que se paga ao se realizar uma heurística de busca eficiente ao invés de uma busca exaustiva intratável, e alguns estudos experimentais sugerem que, em muitos domínios, tais métodos heurísticos funcionam bem apesar de suas desvantagens.


Evolução da descrição através do HGS depende fundamentalmente da escolha da função de score. Como mostrado na Tabela 2, esta função possui três argumentos - a descrição sendo evoluída, o conjunto de instâncias positivas e o conjunto de instâncias negativas. Em geral, a função score deve aumentar com o número de instâncias positivas cobertas (Pc)  e com o número de instâncias negativas não cobertas (Nc). Uma boa métrica também deve levar em conta o total do número de instâncias positivas (P) e negativas (N).




Tabela 2 – Algoritmo HGS

Uma função simples que satisfaz esses requisitos, usa a expressão:



Considerando  uma relação entre os algoritmos  EGS e o HGS. Suponha que usando a função de evolução (Equação 1) e um número de descrições em memória (Beam-Size) como infinito, o método heurístico simula um algoritmo EGS, procurando por todas as descrições mínimas que cobrem todas as instâncias positivas e nenhuma negativa. 

2.3.3 - Algoritmo IGS


A Tabela 3 apresenta um pseudo-código para IGS, um algoritmo incremental, que percorre o espaço de descrição do geral para específico para indução de conjunções lógicas. O algoritmo processa os casos de treinamento um de cada vez, retendo um conjunto de hipóteses que cobrem todos as instâncias positivas vistas e nenhuma instância negativa observada. O método inicializa contendo nesse conjunto a descrição mais geral possível.


Ao encontrar uma instância negativa, IGS verifica cada descrição para determinar se ela cobre a instância.  Em caso positivo, o método abandona essas hipóteses especializando esta descrição.


Quando o algoritmo encontrar instâncias positivas, ele elimina todas as hipóteses correntes que falham ao cobrir a instância. Este ciclo continua até finalizar todas as instâncias ou até o conjunto de hipóteses tornar-se vazio, indicando que nenhuma das descrições são consistentes com os dados de treinamento. 

Em resumo, IGS produz descrições mais específicas quando instâncias negativas exijam esta ação e elimina hipóteses quando instâncias positivas não são cobertas pelas mesmas. Nenhum aprendizado ocorre, quando predições corretas são realizadas.

 Note que o algoritmo deve reter e reprocessar uma lista de exemplos positivos, realizando o processo incremental apenas em suas instâncias negativas.

Considerando um exemplo num conjunto de instâncias exibidas na Figura 4, IGS inicia com a descrição mais geral possível, nesse caso com uma célula abstrata sem nenhuma característica. Depois de inicializado, o algoritmo processa a primeira instância positiva, que leva o conjunto de hipóteses a continuar inalterado.

A próxima instância é negativa e logo a hipótese inicial cobre este caso, então o IGS deve  especializar. Há duas maneiras de realizar isto e ainda cobrir a instância positiva. A primeira envolve adicionar a condição dois núcleos; a outra envolve adicionar a condição cor escura. Note que estas descrições não são mais específicas do que o necessário a evitar o casamento da instância negativa.


Com uma nova instância positiva, Figura 4 (c), a hipótese dois núcleos casa com esta instância, fazendo com que o IGS a retenha no conjunto de descrições. Contudo, a outra descrição, cor escura, falha ao tentar casar com esta instância e por isso é eliminada. Sendo a próxima instância negativa, o algoritmo nota que sua hipótese retida casa com esta célula. Como resultado, ele gera duas especializações que não casam com nenhuma instância negativa, mas que casam com ambas instâncias positivas. O primeiro destes estados é que a célula deve ter dois núcleos e duas caudas, enquanto o outro deve ter dois núcleos e parede celular fina. Ambas descrições são consistentes com as observações existentes, apesar que o algoritmo continuará a realizar novas revisões se outros dados forem fornecidos.

Outro método de indução incremental de conjunções é o ISG, que realiza uma busca através do espaço de descrição do especifico para o geral. Pelas mesmas razões do ESG, não iremos apresentar este algoritmo.

2.3.4 -Algoritmo IHC

A Tabela 4 resume um algoritmo incremental de Hill Climbing (IHC) através do espaço de conjunções lógicas. Para cada instância de treinamento (I), este algoritmo checa se sua corrente descrição H classifica mal I. Se a classificação está correta, então ele não realiza nenhuma ação, o que significa que ele retém H como hipótese. Se um erro ocorre, IHC gera todas as revisões mínimas de H que corrigem o erro, usando uma função de evolução, a qual fornece um grau para cada competidor nos últimos K casos de treinamento, que ele reteve em memória. O algoritmo seleciona as descrições H' com melhores pontuações e se H' for igual ou melhor que H, nas k instâncias, H' torna-se  a nova hipótese. Finalmente IHC remove o caso de treinamento mais antigo armazenado e adiciona o novo caso ao conjunto de k instâncias armazenadas. Este processo continua desde que novas instâncias de treinamento sejam fornecidas.

O algoritmo responde diferentemente a erros que envolvam instâncias negativas e positivas. Se a hipótese corrente H classifica mal uma caso de treinamento negativo como positivo, então IHC especializa seu conjunto de descrições. Em contraste, se H classifica mal uma instância positiva como negativa, o algoritmo generaliza sua hipótese de forma a cobrir esta instância. Por isso, IHC, realiza uma busca bidirecional, através do espaço de conjunções lógicas, com a direção do movimento determinada pelo tipo de erro.

A Tabela 5 não especifica o mecanismo para geração das descrições revisadas, mas são basicamente os mesmos dos algoritmos anteriores. O pseudo código também não menciona a forma da descrição de inicialização. Podemos utilizar para inicialização do conjunto inicial de H como a primeira instância positiva, ou a descrição mais geral possível.

Considerando o exemplo da Figura 5, podemos ver a descrição considerada após cada instância de treinamento com seus scores a partir da função de evolução (Equação 1), para as três instâncias mais recentes. Assumimos que o método inicia com a hipótese mais geral possível, uma célula sem nenhuma característica específica.


Tabela 4 – Algoritmo IHC
Como a primeira instância é positiva e a descrição cobre a mesma, IHC não realiza nenhuma ação, exceto armazenar a instância para futura referência. A hipótese inicial também casa com o segundo caso de treinamento, porém este é negativo. Como resultado, o algoritmo considera quatro descrições mais específicas, cada uma com uma condição a mais, que não cobre a instância. IHC também calcula os scores destas descrições revisadas na instância corrente e instâncias de treinamento anteriores (k=3). As melhores revisões são cor escura e dois núcleos, cada uma com score igual a 1. Este score é melhor do que o da hipótese atual (1/2), IHC seleciona uma aleatoriamente entre as descrições revisadas como nova hipótese.

A terceira instância, que também é negativa, revela que a descrição revisada ainda  é mais geral. Desta vez há apenas três especializações que não casam com os casos de treinamento. Duas destas descrições classificam corretamente a instancia atual e as anteriores, dando um score igual a 1. Como o score é igual ao da hipótese atual, IHC, seleciona aleatoriamente entre elas, cor escura ( duas caudas, e substitui a atual hipótese.

Contudo, a nova descrição encontra problemas ao cobrir a próxima instância positiva. Das duas hipóteses obtidas a partir da generalização, somente uma cobre com o novo caso de treinamento. Esta descrição é, duas caudas, com score de 2/3 para a instância atual e as duas anteriores. Este score é o mesmo que o da atual hipótese, novamente IHC escolhe aleatoriamente a descrição revisada. 


A próxima instância, negativa, é exatamente igual a anterior. Desta vez, a melhor hipótese, 2 caudas ( 2 núcleos, possui score igual a 1, melhor que a atual hipótese, substituindo a pela nova descrição.


Fornecendo novas instâncias, o algoritmo continuará a revisar suas hipóteses até que cessem os erros de classificação.
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Figura 1 - Exemplo de domínios nominais envolvendo células com três atributos.





Figura 2 - Três conjunções lógicas que casam com instâncias positivas mas não negativas.





Inputs: PSET is the set of positive instances.


NSET is the set of negative instances.


CSET is a set of consistent descriptions.


HSET is a set of overly general descriptions.


Output: The set of most general logical conjunctions that are consistent with the training data.





Top-level call: EGS(PSET, NSET, {}, {{}})





Procedure EGS (PSET, NSET, CSET, HSET)


For each description H in HSET


If H does not match all members of PSET,


Then remove H from HSET


If H does not match any members of NSET,


Then remove H from HSET and add H to CSET.


If HSET is empty,


Then return CSET.


Else let NEWSET be the empty set.


For each description H in HSET,


Let SPECS be all one-condition specializations of H that


Fail to match more negative instances than does H.


For each description S in SPECS,


If CSET contains no description more general than S,


Then add S to NEWSET.


Return EGS (PSET, NSET, CSET, NEWSET).














(Equação 1)





� EMBED Equation.3  ���





Inputs: ISET is a set of classified training instances.


Output: A logical conjunction.


Params: K is the number of instance ratained in memory.





Procedure IHC (ISET)





Let H be the result of Initialize-Hypothesis.


For each training instance I in ISET,


Let KSET be the sequence of k instances ending with I.


If I is a positive instance,


Then if H does not match I,


Then let SSET bet the set of most specific


Generalizations of H that matches I,


Else (when I is a negative instance) if H matches I,


Then let GSET be the set of most general


Specializations of H that do not match I,


For each member M of SSET or GSET, comput Score (M, KSET).


Let H’ be the member of SSET or  GSET with the best score.


If Score ( H’, KSET) >= Score ( H, KSET),


Then let H be H’.


Return the hypothesis H. 
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Figura 3 - Descrição considerada pelo algoritmo EGS em um domínio nominal envolvendo quatro atributos, dado as instâncias de treinamento em (a),  em (b) o primeiro nível de busca, (c) o segundo nível, e (d) o terceiro nível.





Inputs: ISET is the set of classified training instances.


Outputs: The set of most general logical conjunctions


   That are consistent with the training data.





Procedure IGS (ISET)


Let G be the most general possible description.


Let the set of current hypotheses HSET be {G}.


Let the set of processed positives PSET be the empty set.


For each instance I in ISET,


If I is a negative instance,


Then for each hypothesis H in HSET that matches I,


Delete H from HSET.


Find the set GSET of most general specializations


òf H that will not match I.


Let HSET be the union of HSET and GSET.


For each hypothesis  H in HSET


If HSET contains a G more specific than H,


Then remove H from HSET.


For each hypothesis H in HSET,


If PSET contains na instance


that fails to match,


Then remove H from HSET.


If HSET is empty, then return the empty set.


Else if I is a positive instance,


Then add I to the set PSET.


For each hypothesis H in HSET,


If H fails to match I,


Then remove H from HSET,


If HSET is empty, then return the empty set.


Return HSET
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Inputs: PSET is the set of positive instances.


NSET is the set of negative instances.


CLOSED-SET is a set of locally optimal descriptions.


OPEN-SET is a set of unspecialized descriptions.


Outoput: A logical conjunction that matches most of PSET


And that does not match most NSET.





Params: Beam-Size is the number of descriptions im memory.





Top-level call: HGS( PSET, NSET, {} , {{}} )





Procedure HGS( PSET, NSET, CLOSED-SET, HSET)





Let OPEN-SET be the empty set.


For each description H in HSET,


Let SPECS be all one-condition specializations of H.


Let NEW-SET be the empty set.


For each specialized description S in SPECS,


If Score(S, PSET, NSET) > Score (H, PSET, NSET),


Then add S to NEW-SET.


If NEW-SET is empty,


Then add the description H to CLOSED-SET.


Else for each desctiption S in NEW-SET,


Add S to OPEN-SET.


For each description C in CLOSED-SET,


If S is at least as specific as C,


Then if Score (C, PSET, NSET) > Score (S, PSET, NSET),


Then removeS from OPEN-SET.


Else remove C from CLOSED-SET.


If  OPEN-SET is empty,


Then return the highest-scoring member of CLOSET-SET.


Else let BEST-SET be the Beam-Siza highest-scoring


members of union of OPEN-SET and CLOSED-SET.


Let CLOSED-SET be members of CLOSED-SET in BEST-SET.


Let OPEN-SET be the members of OPEN-SET in BEST-SET.


Return HGS(PSET, NSET, CLOSED-SET, OPEN-SET).
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Figura 4 - Descrição considerada pelo algoritmo IGS num domínio de células.
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Figura 5 – Sucessivos casos de treinamento de (a) a (e) em um domínio de células e as descrições gerada pelo algoritmo IHC.
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