PAGE  
27

3 - Indução de Disjunções Lógicas

3.1 - Representação e uso de disjunções lógicas


Na seção anterior, nós vimos algoritmos que são projetados para encontrar a partir de um conjunto de dados de treinamento, regras de classificação para uma determinada classe. Estas descrições, utilizavam-se de conjunções para cobrir todos os casos positivos dos dados de treinamento, gerando assim, uma única região de decisão. Porém, nem sempre  isto é possível. 


Nesta seção, nós abordaremos a indução utilizando-se de disjunções lógicas, o que gera múltiplas regiões de decisão. Os métodos que aqui serão abordados são mais sofisticados que os vistos anteriormente,  requerendo mais sofisticação na sua construção.
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Considere os dados que estão na Figura 6. Eles representam instâncias positivas e negativas num espaço onde os atributos são altura e largura. Eles são parecidos com os vistos anteriormente, porém em nenhum outro caso, nós particionamos as instâncias positivas ao serem representadas. Veja a Figura 7.
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Assim, poderíamos ter a seguinte expressão para representar os dados da Figura 6:

(Largura > x  (  Largura < y  (  Altura > c  (  Altura < d)  (
(Largura > w  ( Largura < z  (  Altura > a  (  Altura < b).

No exemplo, podemos ver claramente que é necessário as duas disjunções para cobrir todos os casos positivos e nenhum negativo.

3.2 - A tarefa de induzir disjunções lógicas


Agora que já descrevemos a representação e o uso de disjunções lógicas, nós podemos formular a tarefa de induzi-las, através de dados experimentais:

· Dado: Um conjunto de instâncias de treinamento, cada qual associada com uma classe nominada;

· Encontrar: Uma descrição disjuntiva que classifique, na medida do possível, corretamente as instâncias de teste.

3.3 - Algoritmos para indução de disjunções lógicas

3.3.1 - Aprendizado não incremental  usando separate-and-conquer


Vamos iniciar examinando a indução de descrições na forma normal disjuntiva (DNF) para duas classes. Uma classe será usada para descrever as disjunções e a outra classe será usada como default quando a expressão falha ao tentar casar-se com ela.


A tabela 5 apresenta o pseudo código para o NSC (nonincremental separate-and-conquer).  O método aceita um conjunto de instâncias de treinamento positivas (usado como classe preferida), conjunto de instâncias de treinamento negativas (usado como classe default) e uma expressão DNF composta de termos disjuntivos, a qual está inicialmente vazia. O NSC invoca uma rotina indutiva para construir uma descrição que represente algumas instâncias positivas, mas nenhuma das instâncias negativas.  Muitos dos métodos vistos na seção anterior, servem neste passo, sofrendo pequenas modificações.

Inputs: PSET is the set of positive instances

                  NSET is the set of negative training instances

                  DNF is a disjunction of single-region descriptions

Output: Uma disjunção de uma região de descrição única

Top-level call: NSC (PSET, NSET, {})

Procedure NSC (PSET, NSET, DNF)

If PSET is empty,

Then return DNF.

Else find a single-description D that covers some instance in PSET but covers

                     no instances in NSET.

              Add the description D to DNF.

              Remove the instances covered by D from PSET.

              Return NSC(PSET, NSET, DNF).
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O NSC adiciona a descrição resultante para a expressão DNF, coloca de lado as instâncias já representadas e chama a si próprio (recursividade) com o conjunto de dados reduzidos e a expressão ampliada. Se não restar nenhuma instância positiva, ele retorna a expressão DNF, senão ele repete o processo até que não haja mais instâncias positivas no conjunto de dados para ser representada.

Alguns exemplos da operação do NSC devem esclarecer sua interação com os métodos indutivos conjuntivos. Primeiro vamos considerar o efeito quando o NSC usa o algoritmo HSG para determinar cada termo na expressão DNF.  Nós assumimos que o HSG continua a gerar a descrição mais geral. 

A Figura 8 descreve quatro instâncias positivas e negativas de um domínio numérico envolvendo altura e largura. Na figura, fica claro que não podemos desenhar um único retângulo envolvendo todos os casos positivos e nenhum caso negativo. Logo, os métodos vistos anteriormente não são suficientes nesta situação.

Dado então as instâncias de treino, a primeira ação do  NSC é chamar a subrotina HSG, que imediatamente seleciona um dos casos positivos como semente, por exemplo a instância altura 8,5 e largura 1,5. Seguindo sua busca, ele vai considerar progressivamente, versões mais gerais desta conjunção inicial, produzindo a região retangular vista na Figura 8 (a).

Como futuras generalizações não são possíveis sem representar casos negativos, o NSC remove os dois casos positivos representados e chama a subrotina HSG  novamente, sobre os dados remanescentes. A subrotina seleciona outro caso positivo (semente), vamos considerar a instância altura 2,5 e largura 5,5. Depois, continuando sua busca, ele encontra uma segunda conjunção que cobre os dois casos positivos adicionais e não cobre nenhum caso negativo. O NSC adiciona esta descrição para o DNF, dando a definição extensional mostrada na Figura 8 (b).  Como isto cobre todos os casos positivos e nenhum negativo, o algoritmo pára,  retornando a seguinte expressão

((altura < 9) ^ (largura < 4) ^ (altura > 6) ^ (largura > 1)) (
((altura<5) ^ (largura < 8)^(altura > 2) ^ (largura > 5))

como resultado.
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Como podemos notar, o NSC é designado para induzir expressões DNF para uma única classe. Porém, em alguns casos, pode-se desejar manusear esquemas mais sofisticados, ou seja, induzindo expressões para mais de uma classe. A Tabela 6 apresenta o pseudo código para o MSC, um aprimoramento do NSC.

Inputs: CSET is a set of two or more class names.

              ISET is a set of classified training instances.

Output: A decision list composed of single-region descriptions.

Procedure MSC (CSET, ISET)

Let RULE-SET be the empty set.

For each CLASS in CSET,

       Let PSET be instances in ISET labeled with CLASS.

       Let NSET be instances in ISET not labeled with CLASS.

       Let DNF be NSC(PSET, NSET, { }).

       For each term D in DNF,

                   Add the rule “If D, then CLASS”, to RULE-SET.

      Eliminate possible conflicts among descriptions in RULE-SET that predict

             different classes.

      Return RULE-SET.




As entradas do MSC são um conjunto de nome de classes e um conjunto de instâncias classificadas. Para cada classe, o método coleta o conjunto de instâncias pertencentes a esta classe. Seguindo, estas instâncias são consideradas como positivas e as demais como instâncias negativas, as quais o MSC passa para a subrotina NSC. Esta retorna uma expressão DNF, no qual o MSC converte em um conjunto ordenados de regras de decisão que predizem a classe nominada. O algoritmo repete este processo para cada classe.

Dois problemas derivam da geração de expressões DNF separadas para cada classe. Primeiro, algumas regiões podem permanecer incobertas pelas regras, mas isto pode ser facilmente corrigido, adicionando-se uma regra default. Segundo, algumas regiões podem ser cobertas por mais de uma regra, gerando conflitos em alguns testes. Porém uma notação DNF pura, requer de qualquer modo, que não haja sobreposição de regras. 

3.3.2 - Aprendizado Incremental usando separate-and-conquer

Já vimos que o hill climbing incremental constitui uma importante direção para a aprendizagem e também vimos alguns uso desta idéia na indução de conceitos simples. A Tabela 7 apresenta o pseudo código para o ISC (incremental separate-and-conquer). Ele é uma versão incremental do NSC visto na seção anterior e usa o mesmo controle de busca que o esquema IHC, visto anteriormente. Como o seu relativo, ISC mantém uma única hipótese na memória, mas neste caso, o conceito descrito não é uma simples conjunção mas um conjunto lógico disjuntivo ou termos limites. O algoritmo também retém as k últimas instâncias de treino para usar na valoração da hipótese alternativa, revisando sua hipótese somente quando ela erra na classificação.


Se o ISC enganosamente classifica uma instância positiva como negativa, ele imediatamente produz uma hipótese mais geral. Há duas maneiras para cumprir esta regra. O algoritmo pode modificar um termo da expressão DNF até que ele represente a instância de treino. Como a hipótese disjuntiva pode conter vários termos, o algoritmo deve aplicar esta generalização em cada um. No mínimo, isto produziria uma descrição modificada para cada termo.


Outra alternativa, não aplicável para tarefas simples, envolve adicionar um novo termo usando a subrotina Add-Term na Tabela 7. Para a hipótese resultante representar a instância de treino, somente um termo DNF deve casar-se com ela. A maneira mais fácil de assegurar isto, é adicionar um termo que case somente com a própria instância positiva.


O algoritmo ISC responde diferente quando ele enganosamente classifica uma instância negativa como positiva. Novamente, há duas maneiras para corrigir isto. Uma pode modificar cada termo de forma que não aconteça o casamento. A segunda alternativa é eliminar o termo que representa o caso negativo.


Inputs: ISET is a set of classified training instances.

Output: A disjunction of single-region descriptions.

Parameters: K is the number of instances retained in memory.

Procedure ISC (ISET)

Let H be a set containing a maximally specific single-region description basead on the first 

          positive instance in ISET.

For each misclassified instance I in ISET,

               Let KSET be the previous K (or fewer) instances.

               If the training instance I is positive,

               Then for each term C in hypothesis H,

                              Let S be the minimal revision of C that matches I.

                              Generate a revision of H in wich S replaces C.

                       Let BEST be the best-scoring of these revisions.

                       Let NEW be Add-Term(H, I).

               Else if the training instance I is negative,

                        Then let BEST be a copy of H.

                                  For each term C in BEST that matches I,

                                           Let G be a minimal revision of C that does not match the 

                                                      instance I. 

                                            Replace C with G in the hypothesis BEST.

                                   Let NEW be Remove-Term(H, C).

               If Score(NEW, KSET) > Score(BEST, KSET),

               Then let BEST be NEW.

               If Score(BEST, KSET) ( Score(H, KSET),  

               Then let H be BEST .    

Return the hypothesis H.

Note: Add-Term adds a new single-region description to the hypothesis H based on the 

          positive instance I.                      


Uma vez construída as várias generalizações (ou especializações) da sua hipótese corrente, o ISC usa uma função de valoração para selecionar qual sobreporá a outra. Se a descrição disjuntiva com o novo (ou removido) termo tem o melhor score, ele  troca a descrição existente. Similarmente, se uma das descrições contém um termo que aparece melhor generalizado (ou especializado), ele troca a nova hipótese. Para algumas funções de valoração, a descrição existente, pode ter score melhor do que o sucessor proposto dependendo do seu erro na última instância de treino, a qual permanecerá inalterada. O ISC somente adiciona um novo termo na hipótese disjuntiva quando existe disjunções que falham ao representar alguma instância positiva.  

Como resultado, o ISC deve decidir entre adicionar um novo termo ou modificar o termo existente. Av princípio, o algoritmo deveria simplesmente criar uma disjunção composta de cada instância positiva que ele encontrasse. Mas isso não é o que se deseja de uma método indutivo.  Nós precisamos de algum caminho de busca que influencie o comportamento de aprendizagem do ISC.  A aproximação mais natural é introduzir alguma medida da expressão na função de valoração usada para direcionar a busca. Por exemplo, uma medida seria a combinação de 1/t e a, onde t é o número de termos disjuntivos e          a = (Pc + Nc )/K e Pc é o número de instâncias positivas representadas e Nc é o número de instâncias negativas não representadas. A soma destas duas quantidades, 1/t + a, está no intervalo de 0 a 2.

A Figura 9, mostra o comportamento do ISC em um conjunto de treino para células com quatro atributos, assumindo a representação lógica para os termos componentes usando a função de valoração 1/t + a, descrita anteriormente e retendo na memória as quatro últimas instâncias de treino. As instâncias de treino, aparecem na parte de cima da figura, na ordem em que são processadas e a expressão DNF, aparece na parte de baixo, com o score para os dois componentes da métrica de valoração e sua soma.



3.3.3 - Indução de Listas de Decisão Usando Exceções 


Os métodos separate-and-conquer descrevem construções que formam uma lista de decisão em uma ordem top-down, adicionando o primeiro termo da lista no primeiro passo, então o segundo e assim por diante. Porém, nós podemos operar muito bem na direção oposta. A Tabela 8 sumariza o método NEX (nonincremental induction using exceptions), um algoritmo que induz uma lista de decisão neste caminho. As descrições resultantes, às vezes chamadas counterfactuals, tem um tempero diferente das vistas nas seções anteriores.


O algoritmo NEX inicializa sua lista de decisão criando uma regra default baseada na classe mais frequente.  Em cada iteração, o método aplica sua decisão corrente para remanescer casos de teste, decidir se eles estão mal classificados. O NEX seleciona a classe mais comum no conjunto de treino, chama uma subrotina para induzir a descrição mais específica que represente os membros mal classificados da lista e adiciona o resultado no começo da lista de decisão. O algoritmo continua então, até que a lista de decisão esteja classificando corretamente todas as instâncias de treino.

Inputs: CSET is a set of two or more class names.

              ISET is a set of preclassified instances.

Output: A decision list composed of single-region descriptions.

Procedure NEX (CSET, ISET)

Let C be the most commom class in ISET.

Initialize DLIST witch C as the default class.

NEX-AUX (CSET, ISET, DLIS).

Return the decision list DLIST.

Procedure NEX-AUX (CSET, ISET, DLIST)

Let MISSED be the instances in ISET that DLIST misclassifies.

If MISSED is empty set,

Then return DLIST.

Else let C be the most commom class in MISSED.

                 Induce a maximally specific description D that covers the instances of class C in 

                                MISSED.

                 If  D differs from the first term in DLIST,

                 Then add “If D, then C” to the beginning of DLIST.

                            NEX-AUX(CSET, MISSED, DLIST).

                 Else select a random attribute A with range [A1, A2].

                             Let M1 be instances from MISSED with A <   (A1 – A2)/2. 

                             Let M2 be instances from MISSED with A  (  (A1 – A2)/2.       

                             NEX-AUX(CSET, M1, DLIST).

                             NEX-AUX(CSET, M2, DLIST).

Tabela 8 – O Algoritmo Nex: Indução não incremental de listas de decisão usando exceções


Para alguns conjuntos de treino, o algoritmo pode encontrar a mesma descrição duas vezes no sucessor, o qual levaria para uma recursão infinita se ele continuasse. Em tais casos, o NEX seleciona arbitrariamente um atributo, calcula o ponto médio do intervalo deste atributo e divide o conjunto corrente de instâncias de treino em dois subconjuntos, um tendo valores maiores que o ponto médio e outro tendo valores maiores. O algoritmo continua com esta estratégia até parar o problema e poder rodar no seu modo normal de operação.


Vamos examinar o comportamento do NEX em um domínio numérico, onde os atributos são altura e largura e existe somente duas classes. A Figura 10  mostra o resultado quando o algoritmo opera usando uma subrotina conjuntiva, tal como o HSG. Como a classe  +  é a mais comum, o NEX a seleciona como sua classe default. 


Conclusão

Neste trabalho nós apresentamos algumas técnicas de aprendizagem através da indução lógica de conjunções e disjunções.  Aprender significa ficar sabendo, conhecendo; tirar proveito de algo que se vê ou observa. E é isso que desejamos: dada uma base de dados BD,  queremos explorá-la, de tal forma que consigamos obter informações, passando a conhecê-la melhor.

Os sistemas de aprendizado estão sendo amplamente pesquisados devido as suas diversas aplicações tais como diagnóstico de doenças, previsão de recorrência de tumores cancerígenos, estimativa de sobrevida de pacientes, previsão meteorológica e previsão do comportamento de novos compostos químicos.


Quanto a indução lógica de conjunções,  podemos concluir que o EGS é um método que garante encontrar uma descrição geral consistente com o conjunto de dados, mas que possui um crescimento exponencial de memória e o HGS é um método com uma heurística de busca eficiente, mas que não garante encontrar uma descrição que cubra todas as instâncias positivas e nenhuma negativa. Ambos os métodos são preferidos em relação aos que se movem pelo espaço de descrição do específico para o geral (ESG e HSG), por gerarem descrições mais gerais. 


Em relação aos métodos incrementais. O IGS praticamente trabalha da mesma forma que o EGS, exceto que cada etapa através do espaço de hipóteses é dirigido por instâncias negativas, e com as instâncias positivas sendo utilizadas para remover descrições mais específicas.


Já o algoritmo IHC chega muito próximo do ideal, considerando uma hipótese de cada vez e retendo poucas instâncias em memória. Porém algumas de suas desvantagens, é sua alta sensibilidade a ordem dos casos e o sua exigência de um número maior de casos de treinamento. 

Os métodos indutivos conjuntivos geram apenas uma região de decisão, mostrando-se ineficiente para muitas situações. Já os  métodos de indução de disjunções, geram múltiplas regiões de decisões, porém, são mais complexos pois utilizam como subrotinas os métodos conjuntivos.

Podemos notar também, que os métodos disjuntivos fazem uma melhor organização da memória, pois a medida que vão sendo processados, vão eliminando da mesma, os casos (positivos) já representados por um termo.


O método NSC utiliza-se de uma técnica que consiste em encontrar uma descrição D que cobre alguns casos positivos e nenhum negativo, removendo da memória os positivos representados, repetindo este processo até cobrir todas as instâncias positivas. 
O NEX utiliza um controle de estrutura similar, porém é dirigido por exceções e não por instâncias não representadas. O ISC emprega uma estratégia similar ao NSC, mas invoca operadores bidirecionais que são dirigidos por instâncias (de teste) individuais. Os algoritmos NSC e NEX introduzem novos termos somente quando eles encontram instâncias que são mal classificadas pelas existentes.
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Figura 1 – Instâncias positivas e negativas de um espaço numérico, cujo atributos são altura  e largura.





Figura 7 – Dois espaços possíveis para representar os casos positivos da figura 1, mas nenhum caso negativo.





Tabela 5 – O algoritmo NSC: Indução não incremental de expressões DNF
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Figura 8 – Comportamento do método NSC em instâncias de treino no domínio altura/largura (a) depois da primeira chamada da subrotina HSG e (b) depois da segunda chamada do mesmo algoritmo.





Tabela 6 – O algoritmo MSC (nonincremental induction of multi-class decision lists using separate and conquer.





Tabela 7 – O algoritmo ISC (incremental separate-and-conquer)
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1/1 + 1/1 = 2





2/2 + 1/1 = 2





2/3 + 1/1 = 5/3





3/4  + 1/1 = 7/4





4/4  + 1/2 = 3/2





4/4 + 1/2 = 3/2





Figura 9 -  Comportamento do algoritmo ISC em um domínio de células com 4 atributos, com (a) indicando a primeira instância e a hipótese DNF e (f) indicando a sexta instância e hipótese.





Tabela 8  – O algoritmo NEX : Indução não incremental de listas de decisão usando exceções
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Figura 10 – Região de decisão produzida pelo algoritmo NEX, usando a subrotina HSG





Figura 6 – Instâncias positivas e negativas de um domínio


numérico largura/ altura.
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