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Introducao

Self Organized Criticality

B Utilizada para explicar comportamento
de fenOmenos naturais e sistemas
complexos

0 Evolucao
[0 Mercado financeiro
[0 Frequéncia de terremotos




Introducao

Self Organized Criticality (SOC)

B Sistemas complexos e com muito
elementos interagindo evoluem
naturalmente para uma condicao critica.

B Uma pequena mudanca num destes
elementos pode causa uma “avalanche”.

B A avalanche pode atingir qualquer
elemento do sistema.




Introducao

Self Organized Criticality

B A destribuicao de probabilidade das
avalanches foi descrita:

[0 Maior ocorréncia de pequenas avalanches.

0 Probabilidade pequena de ocorréncia de

grandes avalanches, que podem alterar
todo o sistema.




Extremal Optimization

Busca heuristica local, de proposito
geral, baseada em termos da SOC.

Baseia em processos de nao-
equilibrio.




Extremal Optimization

Inspirada nas tentativas anteriores de
se intuir uma otimizacao atraves de
processos fisicos.

B Simulated Annealing

B Algoritmos Genéticos




Extremal Optimization

Modelo Bak-Sneppen

B Modelo em que EO se baseia.

B Reproduz caracteristicas de um modelo
de evolucao: punctuated equilibrium.
[0 A evolucao nao ocorre de forma gradual.

[0 Ocorre através de saltos
[0 Longos periodos de inatividade.




Extremal Optimization

Modelo Bak-Sneppen
B Espécies de um mesmo ecossitemas sao
postas lado a lado.

B Lista circular, em que espécies
adjacentes sao consideradas como

vizinhas.

Ecossistema composto de n espécies

< <, Sy mom e €2 ®ni1] ©n

\-7“- Cada elemento representa uma espécie




Extremal Optimization

Modelo Bak-Sneppen

B Cada espécie possui um indice de
adaptacao I, entre O e 1.

B O processo de evolucao comeca
escolhendo-se a espécie de menor I..

B Aleatoriamente atribui-se um novo valor
aleatorio a adaptacdao deste elemento.




Extremal Optimization

Modelo Bak-Sneppen

B A mudanga do I, do elemento menos
adaptado forca seus vizinhos a se
adaptarem ao novo competidor.

B Os vizinhos também sofrem mutacao.




Extremal Optimization

Modelo Bak-Sneppen

B Apos um certo numero iteracoes o
sistema evolui para um estado critico.

B Quase todas as especies atingem um I,
acima de um limiar critico.

0 Ponto minimo, maximo ou de inflexao de
uma funcao.




Extremal Optimization

Modelo Bak-Sneppen

B Entao a dinamica do sistema faz com
gque ocorra um cadeia de avalanches
(SOO).

B Com isto, potencialmente, qualquer
configuracao das adaptacoes € possivel.




Extremal Optimization

O modelo de Bak-Sneppen pode
encontrar solucoes otimas
modificando sempre as solucoes
menos adaptadas e pode fugir 6timo
locais através das avalanches.




Extremal Optimization

Sucessivamente retira um
componente indesejado de uma
solucao sub-otima.

Encontrar o elemento de pior
adaptacao (fitness) do sistema.




Extremal Optimization

Define custos para cada variavel ao
invés de um custo global da solucao.

Atribuir um novo valor aleatorio a
este elemento.




Extremal Optimization

A principio a EO ira executar uma
busca aleatoéria ineficiente.

Mas a escolha a favor do pior
elemento direciona a busca para um
otimo global (Intensificacao).

A atribuicao de valores aleatorios
ajudam o sistema a fugir de 6timos
locais (Diversificacao).




Extremal Optimization

Algoritmo 7—EO

B Em determinados problemas o algoritmo
basico da EO se torna deterministico.

B Nestes casos o algoritmo fica preso hum
minimo local.




Extremal Optimization

Algoritmo 7—EO

B Para evitar este comportamento um
parametro probabilistico & adicionado ao

algoritmo.
B Fixo durante todo o processo.

B Varia apenas de acordo com o tamanho
da instancia do problema.




Extremal Optimization

Algoritmo 7—EO
B Os elementos sao “rankeados”, 1<ns<N,
de acordo com seu fitness.

B O pior elemento € rankeado como 1 e o
melhor como N.

B A probabilidade de cada elemento é
definida como:

P o k77, 1<k<n




Comparacao entre técnicas

Simulated Annealing X EO
B Emula o comportamento de um equilibrio

termal.
B Aceita ou rejeita um novo estado usando
o algoritmo de Metropolis (Probabilistico)




Comparacao entre técnicas

Simulated Annealing X EO
B Forca o equilibrio do sistema.

B Necessita de um controle complexo da
temperatura.




Comparacao entre técnicas

Simulated Annealing X EO

B A EO, ao contrario, direciona o sistema
para longe do equilibrio.

B Nao aplica nenhum critério de decisao e
novas configuracoes sao geradas
indiscriminadamente.




Comparacao entre técnicas

Algoritmos Genéticos X EO

B Ambos sao baseados em evolucao e
utilizam conceitos de fitness.

B Porém sao bastante diferentes.




Comparacao entre técnicas

Algoritmos Genéticos X EO

B Nos AG o fitness € de toda uma solucao,
enquanto no EO o fitness € de um
atributo.

B O AG utiliza uma populacao de solucoes,
enquanto o EO utiliza apenas uma unica
solucao.




Comparacao entre técnicas

Algoritmos Genéticos X EO

B O AG baseia-se na ideia de gerar uma
nova geracao através da escolha dos
melhores pais.

B O EO utiliza a ideia de melhorar os piores
elementos e aumentar a competicao no
sistema.




Exemplos

Bi-Particionamento de Grafos
B Conjunto de N veértices.
B Particionar em dois conjuntos iguais.

B O numero de arestas ligando os dois
conjuntos deve ser minimo (cutize).




Fig. 1. Opitimal partton of am A ; . Awmy fwo pomnts in the umat sgusre are

connected by an edge if their separatmg distance d satishes N £ = 5. The 250 green pomis make up one

subset, and the 250 red pomts make up the cther Owrer a sample of 30 roms. extremal optomization averagzed =
cotsize of 3.7, and eight tmme=s found panrbtbons with a cutsiz=e of 2 (shown bhere m wrhate]).




Exemplos

Bi-Particionamento de Grafos
B EO rotula os vértice aleaotoriamente.

B EO busca o vértice de um grupo que esta
mais conectado ao outro grupo (fitness

do atributo).
B Troca este vértice com um elemento
aleotorio do outro grupo.




Extremal Optimization Simulated Annealing

S0 - 500} =

|L;r A5
Huefarlal 4 §
At 1
W
A
400 1 400 Sl . '-': 1
' :{r '
B i Fes ;;t :
(0] 0 atn!
o o |
i L
300 | 300 4 LA
.‘j"'!ﬂ.
ri-
!
™
EI.'.H] T L] T T T L] L T T T L 1 El:“:l T T T T L] T T 1
a al 100 0 & 100 150 200
(Number of Updates)in (Number of Updates)in

Figure 2. Evolution of the cost function C'( &) during a typical mun of EO (left) and SA (right)
for the bipartitioning of an n = 500-vertex graph Gsoo introduced in Ref [38]). The best cost
ever found for Geoo 15 206, In contrast to SA, which has large fluctuations 1n early stages of
the mn and then converges much later, extremal optimization quickly approaches a stage where
broadly distributed fluctuations allow 1t to probe and escape many local minma.



Conclusoes

Metaheristica baseada em um modelo
de evolucao utilizada para resolver
problema de otimizacao combinatorio.

Consegue obter resultados melhores
gque os algoritmos do “estado-da-
arte”.

Possui apenas uma parametro de
configuracao.




Conclusoes

Visa introduzir uma alternativa para
resolucao de problema dificies.

Simula uma dinamica que fica longe
do equilibrio.

Complementa méetodos que utilizam
uma dinamica a favor do equilibrio.




