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Abstract

Este documento apresenta tópicos para trabalho de conclusão de curso de graduação (TCC1 & TCC2) no curso de Bacharelado
em Ciência da Computação (BCC) e dissertações de mestrado do Programa de Pós-Graduação em Informática (PPGInf). Os projetos
de mestrado têm previsão de conclusão em até um ano após o ingresso no programa

I. PERFILAGEM DE DADOS

Tı́tulo: Descoberta de Regras de Negócio.
Resumo: Modelos de dados propõem restrições que limitam os dados aceitos em um banco de dados. Existem vários

tipos de restrições variando entre o domı́nio dos valores dos atributos ate regras complexas envolvendo múltiplos predicados.
Contudo, prover regras de alta qualidade é uma tarefa complexa, geralmente o pior caso tem custo exponencial tanto no tempo
da descoberta quanto no espaço de busca [1]. Esta complexidade motivou diversas pesquisas no desenvolvimento de soluções
automatizadas [1]–[10], que nos referimos como descoberta de de restrições de dados, ou informalmente de descoberta de regras
de negócio. Nesta linha de trabalho iremos estudar os diversos algoritmos de descoberta de regras, operações de processamento
de predicados, custos computacionais e medidas de qualidade das regras descobertas.

Tı́tulo: Descoberta de Violações de Dados.
Resumo: A descoberta de violações de dados é uma tarefa crı́tica no processo de limpeza de dados. Dados sujos podem ter

impacto relevante nas tarefas de inteligência artificial, projeto de bancos de dados, compressão de dados, processamento de
consultas entre outras [2]. De modo geral, a limpeza de dados baseada em restrições envolve duas etapas principais: detecção
de erros e correção de erros [11]. Nesta linha de trabalho iremos nos concentrar na detecção de erros através de violações das
restrições de dados. Diversos trabalhos utilizaram SGBDs relacionais para detectar violações de restrições [12]–[15] traduzindo
regras de negócio em comandos SQL. Nessa linha de trabalho iremos estudar os algoritmos de descoberta de violações de
dados, algoritmos e estruturas de representação das violações (como grafos e árvores de prefixo) e o processo de tradução em
comandos SQL.

II. CO-PROJETO BD-HARDWARE

Tı́tulo: Processamento de dados em FPGA.
Resumo: Field programmable gate arrays (FPGAs) são circuitos integrados programáveis que possibilitam grande par-

alelismo em aplicações práticas de processamento de dados. Nesta linha de trabalho estudaremos técnicas e operações de
processamento de dados aceleradas por FPGA. A literatura recente apresenta projetos de circuitos para avaliação de predicados
SQL com operações aritméticas e lógicas [16]–[19]. Estudaremos projetos FPGA para processar predicados de comandos SQL
para eliminar estruturas de dados intermediárias, reduzindo os requisitos de memória, com potencial de ganhos de desempenho
em ordens de magnitude [20].
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